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Analise Multivariada 45 1y
Yoo =(Yij)e R P Os o

= Revisao de Metodologias Classicas: Foco na obtencéo de vetores reducionistas

. . . . /lnea/' //7696
- Componentes Principais (m<min(n,p)) S g )f’s

- Andlise Fatorial Exploratéria (via CP: m=<min(n,p))

- Coordenadas Principais — Escalonamento Multidimensional (m<posto(D,.))

- Andlise de Correspondéncia N
Jo
- Analise Discriminante (m<min(n,p, G-1)) /ngbsefl,a
. . e, 0a
- Correlacdo Canbnica (m=<min(n,p,q)) e”den,es
Y

— Problema Dual de reducao de dimensionalidade (R™®, SRPXp, R™N)
— Representactes Bi-Plot
= Problema n << p (Big-n)



Componentes Principais (Pearson, 1901)

iid

Reducao de dimensionalidade:

Yi px1 ~(lu ’z ) e e
p m !
Cariaveis O 9 > R m<min(n, p)
Unidades
Amostrai 1 2 _q
mostrais ] p Ynxp - anm’ ZJI — aj YI
1 Yll Y12 Ylj Y1p
] (%)
a,; arg maxZVar( )
n Y., Y., Y, Yoo lajl=t =
L7i ) _
Cov(Z};Z})=0
| Solug&o: Decomposicao !
| Espectralem %P Z=PAP; A=D, PP'=PP=1; [£-il,|=0; IP =P,
o: o o '
S P argmax f(2;a)= f(Z;P,)= i IEPI = A;
s _|%a Oz % | |, oo . S PR
v = =LRR" +...+ 4, PP, ..+ 4,P,P,
Oy © o fEP)>..> f(% P, )b..> f(5P)

'm




Analise Fatorial Exploratoria (Spearman, 1904)

Reducao de dimensionalidade = Descrever a estrutura de dependéncia de “p”
variaveis por meio de “m” fatores comuns além de termos especificos:

RP — R™; m<min(n, p) (Solucdo via CP)

N Y—u=0f +e;
Yoxp: Yo - =R+ R+t By 8y id id
| Yzi_ﬂz:¢21Fi1+¢22|:i2+---+¢2mFim+ei2 fima ~ (O | ) 'pX1~(O’LP)
e e e :
i... <:>iszp = (Dpxmq):nxp ¥ :
Yp_:up:¢p1Fi1+¢p2Fi2+"'+¢me|m+e ——————— l —————— i———'
- Comunalidade Especificidade
Solucéo via Componentes (matriz diagonal)
Principais
D = (¢ij ): Matriz de cargas fatoriais Z=PAP’ :(PAm)(PAm)'

Y . Matriz (diagonal) de fatores especificos| Zina=PY; =Y, =PZ,

!

f=(F,.,F,):

_ 1/2 N 2_N"™
Vetor de fatores comuns/ ©=PA ¥ =Diag (G' Zk 1(0“‘)

variaveis latentes D f = Dgl’zz . | Fatores comuns: CP

i padronizados



Analise Discriminante (Fisher, 1938)

bter
] Comp;
s gryp. : e?res
Variaveis AN ara‘?ao

Unidades Amostrais 1 2 j p Y

Ty Ve oo Yy | x(pl)

2 Y121 Y122 Y1z Yip t .
Grupol! p variaveis

e Ywaz Vi Y | mais grupo

o T You  Yao Yoy Yaip |
Grupo?2 2 Y221 Y222 Y22, Ya22p

i n, Yon21 Yon22 Yon2j Yon2p
... G grupos - iid i

) Vipal7g = (1Zg) =X, = 1Y, ~(Vgyil's1)
Suposicao = X =X
~ G , Situacao ideal para
_ _ I’Z o= Nty —p)1—===~= 1 discriminacgao: variaveis
Solucao (linear) de Fisher: ° ° N DN P
' g-1 = b, com covariancias ENTRE
|'>] :_ I’Z] 1 e DENTRO de sinais
y =~~~ "contréarios!

S, =5, 4%,



Correlacao Canonica (Hotelling, 1935)

Obt
er combinagées i
Variaveis Y; Variaveis Y, Yie de Y, COn':eaf s ge
Unidades Amostrais Y1 ...  Yg Yoo ... Yo COr'rhaX’ a
1 Y Yol Y Your ! Slacgo
1 111 1pl 1 | 211 201 N m
: R R AR U
n : Y11n1 Y1pnp: : Yo1n1 Y2qnq : m < min(n, P, CI)
v v
z:11p><p *---------- > Z22 pxp
- Z12 pxq
v iid (g v [211(: 20, }]7 Matriz de covariancia entre os
i (pra)d & = o dois conjuntos de variaveis
H Ly 2y ) -
- a'X.>.¥ a
______________ = 12'222 21
| , . | a'xz..a
- U=a’y, UV Cov(U,V) a'x,b , =
i -J::> pC 1 — - ] /; _<: 1 -1
-V =b"Y, ! \/Var (U )\/Var (V) \/a 2, a\/b X, b N b' X, >, 2.,b
e ' . ' b'X,,b
a, b; maxima || <

correlacéo -



Reducao de Dimensionalidade
Obtencao de Vetores Reducionistas

Y, =(¥)e R

nxp

Componentes Principais: f(X;a)= 2 Za’ aa=1, =>Z.=a'Y, Cov(Y)=X
[

Andlise Fatorial Exploratéria (via CP): = F,; = /1_1/22ki 2 =00'+ Diag (\PH)

I 4! |
Andlise Discriminante (Linear de Fisher): f (Zv‘leb;a)ﬂl a;ba, ax,a=1 X=X+,
a'x, a
YN =>.n L o ___ l
Coysiy a7 -
_ _ ax,x, 2,a I
. N . f(EiX,2, X, ;a)s——2"2"24" g'y a=1
Andlise de Correlagdo Canonica: ( HeTe e )l a'y,a H |
Y, ) D Y N e
Y, e I T B bR, T,b
i(p+q)x1 (YZi le) 221 222 f (25322121—; 212 . b) Slzll b 12 ’ b'ZZZb :1
|_ o P




Reducao de Dimensionalidade
Apoio do R

» eigen(S) : recebe uma matriz da forma quadratica a ser analisada (RP*® ou R™")
» princomp(Y): recebe Y, e realiza a decomposic¢ao espectral de R ou S (com divisor n)

» prcomp(Y) : recebe Y, e realiza a decomposicao espectral de R ou S (com divisor n-1)
— suporta n<p

» svd(Y): recebe Y,,, (n<p, n>p) e realiza a decomposi¢ao em valores singulares de RP*® g R™" .
/1 2
Para comparar com eigen & preciso “padronizar” autovalores: Aeigen =( S%ﬁj

» cmdscale: recebe a matriz de distancias D ou Similaridade entre observacoes e realiza a
Analise de Escalonamento Multidimensional (Analise de Coordenadas Principais)
Ver também os pacotes do R: “sammon” e “isoMDS”

» ca. realiza a Analise de Correspondéncia.

» factanal: recebe Y,,, ou R e realiza a Analise Fatorial Exploratoria, solugao por MVS.

» lda: recebe as (p+1)-variaveis e realiza a Analise Discriminante (solucao geral)

» cancor(Y,,Y,): realiza a Analise de Correlagcdo Candnica



Onde estao os Vetores Reducionistas?

Um grafico pode valer mais que mil palavras mas pode exigir

milhares de palavras para construi-lo. Tukey
Obter a direcéo do CP e do Eixo Discriminante.

Observacotes independentes. Indicacao da elipse de concentracao (95%).
Exemplo 1

Dois grupos

Exemplo 2

Dois grupos

4

4

as factor{groups) as.factor(groups)
1 1

—a— 2

Variavel 2

— 9

Variavel 2

1 2 3 4
Variavel 1

N=200, p=2, 1 =(2,2), 41, =(33) n=200, p=2, 1 =(22), 1, =(2,3)
1 07
zﬁ:( }a=®4 0.4)

R, = 1 %7} =(0.4 0.4)
0.7 22~ 07 1 o = (0. .

1.0 15 20 25 3.0
Variavel 1



Onde estao os Vetores Reducionistas?

Obter a direcéo do Eixo Discriminante.
Observacgoes independentes ENTRE e DENTRO de grupos.

Exemplo 3: “Sinais Iguais” Exemplo 4: “Sinais Opostos”
T=B+W T=B+W

@ Grupo

- 1 10-

% Grupo

— 1
-2 -2
-3 -3
-4 .4
-5 ==K
-5 0- - B

—- 7

o
g >

— 7

X2

8
e — g
- 10

- 11 -10-

—— 10

11
il 2 12
- 13

- 14

20 - < 18 . 15
-, _20_
L]

20 0 20 40 | | | |
X1 20 0 20 40
X1

- 13

14

G =15,n, =100, u =(0,0) G =15,n, =100, « =(0,0)

5—1501005—20'5 3—1501005—2 05
1100 150) " (05 1 1100 150)" " |-05 1



Onde estao os Vetores Reducionistas?

Obter a direcao da Variavel Canodnica.
Observacoes independentes avaliadas em $RP*4,

Exemplo 5: Correlagdes de mesmo sinal Exemplo 6: Correlacdes de sinal diferentes

Dois grupos Dois grupos

5]
=l
=1

11 065102 05 170702 05
. 0.65 1 ;_El_ 0.4 o _[07 1103 o4
02 01, 107 |02 03T T1m ~ T

05 04 :_0;7_ 1 05 041-07 1 :

0,=(04 05)0,=(02 03} #=(22k#,=(B3) o (05 04)o,=(03 05) (22}, -(33)
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1 2 3 4
Variavel 1
Dois grupos
4-
.
-
o
®
& .
&
>
5
1= -
10 15 20 25 30

Exemplo 1

Dois grupos
4-

Variavel 1

as factor(groups)
1

-2

as factor(groups)
=kl

-2

Exemplo 3

X2

X1

10~

X1

Grupo

-2
-3
-4
-5
-6
-7
-3
0
= 10
-1
- 12
.2
- 14

=15

Grupo
1
-2
a3
4
=g}
el
-7
8
el
-+ 10
-
12
13
— 14
15

Variavel 2

Exemplo 5

Dois grupos

% as.factor(groups)
& 1
g ~2
o
1-
.
15 20 25 30
Variavel 1
Dois grupos
4-
a-
. as factor(groups)
-1
.2
2-
.
1-

Variavel 1




Exemplo 1

Dois grupos
4-

o as factor{groups)
:g 1
=
5-
1-
1 2 3 4
Variavel 1
Dois grupos
4-
a-
o as factor(groups)
rg | B
g 2

1.0 15 20 25 3.0
Variavel 1

X2

20- £

Exemplo 3

Grupo
-1
2
-3
-
=g}
Bl
-7
8
9
— 10
11
- 12
13
14

=15

: X1 |=;('047 ‘4056) ’
%Expl=0.78

Exemplo 4

(1
% Grupo

-1
-2
-3
-4
5
-8
-7
-3
-9
- 10
-1
- 12
13
- 14
=15

. 1=(-0.68-0.81)"

%Expl=0.93

Warlavel 2

Dois grupos

Dois grupos

WVaridvel 2

Exemplo 5

as.factor{groups)
-1

-2

! ! !
20 25 30
Variavel 1

p.=0.56

Exemplo 6

as.factor(groups)
-1

-2

Variavel 1

p.=0.98

Preto:reta de MQ Vermelho:vetor de CP Verde:vetor discriminante Azul e rosa:variaveis candnicas




Componentes Principais — Coordenadas Principals
Solucao via Espacos Duais

Ym>< 0 . Matriz de dados (“padronizados”) multivariados de posto r=min(n,p)

Analise no espacgo das variaveis: $RP®

' A, 0) | N
Y'Y =200 =V 0 0] PP = Ynx DVD>»</r/,»

Andlise no espaco dos individuos: R™n N

r Componentes Principais

Escalonamento Multidimensional:
r Coordenadas Principais

7" obtidas da Matriz de Distancias

ann — ann =YY '= Un><n 0 0 U 'nxni‘:\:> UA'“

Analise no espacgo R™P

A1/2 O
Ynxp:Unxn( l’ o = | YoV :LJnxn/\lr/2

pxp nxp ¥ pxr
0 0)

Equivaléncia entre os
Componentes Principais e
as Cordenadas Principais

n<<p : Componentes Principais de Y podem ser obtidos
da decomposicao espectral da matriz de distancias
D (nxn), de dimens&o muito menor que X (pxp)



Componentes Principais — Coordenadas Principals

Equivaléncia das Solucdes em Espacos Duais

Yn>< 0 . Matriz de dados (“originais”) de posto r=min(n,p)

. nas 08 1/2
2“;2232665 (HY),., =U,, [A(; 8j Vi
l G
Anélise em R™"  Andlise em SRPXP{ USUQ)%’)’
HYYH =UAU" YHY =VAV’
| |
U] = [ e
I J b e e e e - - - J
Coordenadas Componentes

Principais Principais



Coordenadas Principais

Dados HatCo
7 primeiras observacoes

Matriz de Distancia Euclidiana (D)

~NOoO O h~h WDN R

Y1l
4.1
1.8
3.4
2.7
6.0
1.9
4.6

Y2
0.6
3.0
5.2
1.0
0.9
3.3
2.4

Y3

6.9
6.3
5.7
7.1
9.6
7.9
9.5

Y4 Y5 Y6
4.7 2.4 2.3
6.6 2.5 4.0
6.0 4.3 2.7
5.9 1.8 2.3
7.8 3.4 4.6
48 2.6 1.9
6.6 3.5 45

Y7
5.2
8.4
8.2
7.8
4.5
9.7
7.6

1
2 531
3 6.13
4 3.27
5 5.23
6 5.80
7 5.07

2 3 4 5 6

3.62

3.11 5.16

7.12 7.86 6.28

3.47 4.23 3.49 8.33
451 5.32 4.43 3.91 5.09

> cmdscale(diste)

1
2
3
4
5
6
4

[.1]

2]

1.4981397 2.6360620
-1.8968160 -0.3552380
-2.5399671 -1.8649995
-0.5547189 1.8942258
4.9716633 -0.9304384
-3.0199393 0.3412407
1.5416383 -1.7208525

Escalonamento
Multidimensional

As colunas da matriz X,
obtida de D, sao
denominadas
Coordenadas Principais
de uma escala
construida aos dados




Coordenadas Principais

Representacao de Dados a partir de uma
Matriz de Distancias — Dados HatCo

1] 2]
1.4981397 2.6360620

1

2 -1.8968160 -0.3552380
3 -2.5399671 -1.8649995
4 -0.5547189 1.8942258
5 4.9716633 -0.9304384
6 -3.0199393 0.3412407
7 1.5416383 -1.7208525

Matriz de Distancia Euclidiana
Daddos QOriginais

1 2 3 4 5 6
2 531
3 6.13 3.62
4 3.27 3.11 5.16
5 5.23 7.12 7.86 6.28
6 5.80 3.47 4.23 3.49 8.33
7 5.07 451 5.32 443 3.91 5.09

esc[,2]

Avaliar a
gualidade da
representacao
em R?

Esc Mult

€

esc[,1]

Matriz de Distancia Euclidiana
das Coordenadas Principais

1 2 3 4 5 6
2 4.36
3 5.23 3.73
4 2.39 3.14 5.01
5 4.93 5.30 6.34 5.49
6 4.10 3.47 3.81 2.86 6.81
7 4.62 3.54 4.56 4.48 2.77 4.81




esc(,2)

Componentes Principais e Coordenadas Principals

Equivaléncia

Coordenadas Principais extraidas de uma Matriz de Distancia Euclidiana
— Representacao equivalente aos Componentes Principais em R?

Esc Mult

PCA

o

M

escl,1]

1]




Biplots

Biplot: representacao grafica simultanea de n observacdes e p variaveis em R?

Yop =1 U, AV YY'=UAU’ Andlise em gimr
______ ) I | 7]
Matriz de Matriz de “pesos” | YY'=UAU’ Analise em RP®

“escores dos CP”

Yop: Y =[U U,] A [VLV,]

nxp?

_ [Ul U ]A1/2 c/2+c/2 [V V ].m~2

2xn

1/2—c/2 1/2—c/2 c/ c/ 1 ..
Y = (Ul U, 4, )(21 2V1 A, 2V2) Ana/ISeS Sob
) aUtOVa/OreS
U, A7 x U,A>°” npontos | ¢=0:linhas em coordenadas principais e

colunas em coordenadas padronizadas
- c=1: linhas em coordenadas padronizadas e
AN x AN, p pontos | colunas em coordenadas principais
c=1/2: representacéo interativa

v
L



Dados HatCo (Y)
n =100
p=7

Representacao Biplot

Variancia Total=10,048

Analise de Componentes principais §

Desvio Padrao
Varexpl
VarExpl_Acumul

PC1 PC2
2.1627 1.4567
0.4655 0.2112
0.4655 0.6767

0.2

0.1

0.1

-0.2

-15

Biplot-HatCo Y
0

-10 -2 2 10

22

445%ag
X3 AT
X1
42 82
5T
| | | | |
02 0.1 0.0 0.1 02

PCA1

10

-10

-15



Representacao Biplot

Biplot-HatCo Y*
0

X1 4p X5
Dados HatCo
Dados Padronizados (Y*) — X3
n =100 “
p=7
Variancia Total=7 S o
o o
Analise de Componentes principais:
PC1 PC2 _
Desvio Padrédo 1.5893 1.4562 Q7]
VarExpl 0.3608 0.3029
VarExplAcuml 0.3608 0.6637 -
96
I I I I I
0.2 0.1 0.0 0.1 0.2

PC1



{2
g 92

Componentes Principais — n << p #¢*

A%Z 0 ’ Equivalénciar-'EP'"____Ilz_-i
Ynxp :Unxn 0 0 Vpxp < | TnpV =Una

m <min(n,p) Y, , ~U ATV

mx p

Os Componentes Principais podem ser obtidos da analise em RP® ou R™" .

Para n > p: realizar a analise em RPXP (Decomposicéo de S: PCA classico)

Para n < p: realizar a analise em ™" (Decomposicdo da matriz B obtida de D:
Escalonamento Multidimensional ou Coordenadas Principais)

Para n << p: ha interessante em solucdes penalizadas para eliminar variaveis
redundantes da analise, isto €, obter autovetores V que atribuem carga
nula a algumas variaveis.



B\gd o
Componentes Principais — n << p #¢*

\ E oG A me(\\e

AY? 0 Equivaléncia = —---=-=% a0

— / 1/2 O

Yn><p _Unxn( 0 0 Vp><p = Yn><p\/p><m T Unanm :
/

_ YA g | 1721 J-ésimo Componente Principal de SR™",
Y =UA ZV’ Z YV — Z UJdJ' : Considere: A=(dj )

Como obter os autovetores tais que, V =y, —<Vlj Vojree vpj) Vi =0 para
muitas coordenadas k mantendo uma alta porcentagem da variancia total
explicada ?

Primeiro, é interessante estabelecer a CORESPONDENCIA entre CP e Modelos de
Regressao (Zou, Hastie and Tibshirani, 2006):

CP

; . z s By 7
Regularizado £ =argmin sz _Y,BH A>0, vi=r=mi1 Vv, =V,
2 V: | |
Tcp conhecido ° Solugao regularizada
(obtido da anélise em R™) (nao depende de 1)

n>p: A =0; \7j =V.

J



Componentes Principais — n << p

Correspondéncia entre CP e Modelos de Regresséo (Zou, Hastie and Tibshirani, 2006)

= Componente Principal Regularizado (Ridge Regression)

~ i 2 2
p=argmin, |Z,-Y |, +2 |4,

P ) ~
2 ) A—0: solugdo MQ
Bl =D B T arametro de reqularizacao
181, JZ;, : D g R PR
Y Solycs
Q »
: * mero dé “pesos

gao. o N

= Componente Principal Penalizado (LASSO) L'\m'\’ta\u\oS & NO maximo N

A 2 néo—n
B =argmin, ||z, —YﬂHZ +4 8,

n 3 5 . A—0: solucdo MQ
V.= p , L =YV, Tparémetro de penalizagéo{ :

j ,é j A—oc: B—0

p

HIBH1 - Zl‘ﬁj‘ Distancia absoluta (norma L,) do vetor 3 & origem
=

2



Componentes Principals — n << p
CP Penalizado (LASSO) X
Penalizac&o na forma de Lagrange:

S =argmin,, HZ,- —Y,BHz +2 A,

Penalizac&do na forma de restricao:

CP Regularizado (Ridge Regression)

. ] 2 2
B=argmin, |Z, —Y,BHZ +4 |8,

n ] n , 2 o R ] n , 2 o
Poaimin Z(Zij -Y. ,B) sujeito a | B|+|B,|<c Poaimin Z(Zij -Y. ,8) sujeitoa B + BZ <c
i=1 i=1
E'E A |12 A
Solucgao: primeiro
( ponto em que a
elipse intercepta a
restricao.
- -
< ¢ B, ¢ By

Solucao mais esparsa: 3,=0

Solucdo menos esparsa: ,~0



Componentes Principais — n << p

Correspondéncia entre CP e Modelos de Regresséo (Zou, Hastie and Tibshirani, 2006)

Vantagem: todas as var

inci ' : ionadas
Componente Principal Regularizado e Penalizado podem ser seleci 20e ro
(Elastic Net): (n&o ha limitagao n
| n<<p de “pesos’ nao-nulos)
<<

Y, =UAV' = Z =Ud"? = Z =Yy

s —aramin 12 v 8P+ 215 et alalh 5= BT Iy
peargming {[2 YA, 1AW AL 0=l 22
f f f 2
Solucdo de parametro de parametro de
minimos regularizacdao  penalizagcao

guadrados

A, A, : obtidos por validagéo-cruzada ou fixados



Componentes Principals — n<<p
Correspondéncia com Modelos de Regressao

Formalizacao Geral de Componentes Principais via Modelos de Regressao

n n
argmin, , Z_ll Y. . —apxl,B'lprin A8 e =1 =8 =V,
— . 7 AT ,
argmin, g > IV, - —ApxmB'mprin +2 ZH,BJ- . 4>0,B :(,Bj), AA=1I_
i1 =1

:>,3j och

m CP Regularizados e Penalizados podem ser obtidosg diretamente de Y:

_______________________________________________________________________________________

N - _,:/ | 2 m s M
Z Yi 12_ ApxmB mpri 2"'?11_2:;,“:3]' H[";ﬂ%j HIBJ

px

x

parametro de m parametros de
regularizacao penalizacao
1 A ﬂj > A -
A'A=1B =B B); V== Z,=Y V;j=1..m




Componentes Principals — n<<p
Correspondenma com Modelos de Regressao

m CP Regularizados e Penalizados podem ser obtidog diretamente de Y:
m ) m i

I 2
argmin , ZHYW1 = A B i
=1 c____.
parametro de m parametros de
regularizacao penalizacao
1 A ﬁ > A .
A'A=1:B =B fn) Vi=7 Z;=Y V;j=1..m
Bil,
PC Esparso: Variancia Explicada (Shen and Huang, 2008)
2 =(2,.2,020); Zy=Yo, T
A A A R An n n /A A=l A tI’(YA'YA)
Vo = (V10000000 ) = tr(YY); Yo =Y, V(VV) V =

______________________



Sparse Principal Component Analysis

Hu Zou, Trevor HasTiE, and Robert TIBSHIRANI

[C2006 American Statistival Association, fnstitute of Mathematical Statistics,
and Interface Foundation of North America

Journal of Computational and Graphical Statistics, Vilume 15, Number 2, Pages 265286
DO 10198/ 1061 86I0GX T 13430

» R-SPCA do pacote ElasticNet:
Componentes Principais Esparsos

Solucéo esparsa: obter autovetores
com muitas coordenadas nulas.

0.2-

scoresz?
(=]
=

Vo

-0.2-

!
-0.2

Componentes Principais — n<<p

Biplot — (n<p): n=15 p=30
R-prcomp

V16

V29

V21
V25

!
0.0

:
02
scoresi



Componentes Principais — n<<p

scores?

0.0-

-0.2 0.0 0.2

v21

V25

scorest

PC1 PC2
V1 0.20486853 0.03338466
V2 0.18525221 0.26052241
V3 -0.01406721 0.17725332
V4 -0.12560728 -0.04474235
V5 -0.07185638 0.12382278
V6 0.06894920 0.20028957
V7 0.11822653 0.23051465
V8 0.14332703 0.01338871
V9 0.13705858 0.12591629
V10 -0.23708813 0.20630273
V11 -0.18710753 0.26974343
V12 -0.08342832 0.15999298
V13 0.21214752 0.15918079
V14 0.03850244 0.18275759
V15 -0.31794351 -0.04081232
V16 -0.01242316 -0.15170092
V17 0.20361151 0.22032788
V18 -0.18979900 0.25906266
V19 -0.26976250 -0.03717325
V20 -0.19657886 -0.08251878
V21 -0.15850189 -0.23668719
V22 0.16536520 -0.10948335
V23 0.26820473 0.03395738
V24 -0.26656515 0.08480063
V25 0.07236291 -0.25674348
V26 0.01797063 0.33741685
V27 -0.23208636 0.23890523
V28 0.26960763 0.21224456
V29 0.23130349 -0.14483632
V30 -0.16921162 0.21346408



Componentes Principais — n<<p

scores?

=
n

00- v

|
=
n

Biplot — CP Esparsos: n=15 p=30

0.5 0.0 0.
scoresi

(5]

Sparse loadings
PC1 PC2
V1 0.266-0.177
V2 0.398 0.213
V3 -0.040 0.173
V4 -0.151 0.000
V5 -0.062 0.073
V6 0.000 0.000
V7 0.073 0.057
V8 0.000 0.010
V9 0.000 0.000
V10 -0.339 0.401
V11 0.000 0.000
V12 0.000 0.067
V13 0.040 0.160
V14 0.000 0.000
V15 -0.580 0.015
V16 0.000-0.034
V17 0.157 0.225
V18 0.000 0.000
V19 0.000 0.000
V20 -0.467 0.000
V21 0.000 0.000
V22 0.055 0.063
V23 0.000 0.000
V24 0.000 0.000
V25 0.000 0.000
V26 0.000 0.796
V27 -0.018 0.000
V28 0.000 0.000
V29 0.195-0.071
V30 0.000 0.000

pe

de v ,.de
aYS‘da
m eSp



Componentes Principais — n<<p

Biplot — (n<p): n=15 p=30
R-prcomp
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V21
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scorest
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Componentes Principais Esparsos — n<<p
Correspondéncia com Modelos de Regressao

e
Diferentes Solugcdes sao propostas com o objetivo de uma aproximacao ,\a\,ag‘a“g
de posto m (m<min(n,p)) para Y eRPx" : mpo‘é"?s\\;a\dades

! 0\)
Y~>dUV U,eR™V,eR’ d 20  Obter solugdes sujeitas a
k diferentes restricoes!

, Y =UDV" como obter V2 Como fazer
selecéo de variaveis?

- / ~ |2 Mas, para n<<p:
> dUV, =arg maxHY =Y P g
k=1

» Lee and Seung (2001): fatorizacao de Matrizes Nao-Negativas
Y=Y UV U =(u 20)e RV, =(v,; 20)eR°,
k

! !

= Lazzeroni and Owen (2002): Decomposicao em valores singulares

2
ming \ . Z(Yij —Zuikvjkdkj U, €{0,1},v, €{0,1},d, >0
k

" ! !



Componentes Principais Esparsos — n<<p
Correspondéncia com Modelos de Regressao

Diferentes Solugcdes séo propostas:

= Jolliffe et al. (2003): critério SCoTLASS (solucdo baseada em formas quadraticas) !

max, V' (YY)V;i V[, =1V ], <c

_________________________________________________________________________________________________________

= Zou et al. (2006)

ming Y Y VOL AV [+ 2V s 6 =LV e, pew

= Witten et al. (2009): Decomposicao em valores singulares

HUk H <1 Solucdo equivalente ao critério
ax, v U, YV,; SCOTLASS e de facil de
o V. H <1, M|, <c,  implementagao!

Para multiplos fatores (k=1,...,m)

V, fixo, obter U, tal que, max,, U, Y V,; HUkH <1, U, L(U,,. Ukl)

U, fixo, obter V, tal que, maka U, Y Vi HVkH <], HVkH <C

_________________________________________________________________________________________________________



Analise Discriminante Esparsa—n << p

iid

Yi pxlng ~(,ug;29)

Solucao (linear) de Fisher: Suposicao =2 =X

527, -9)(Y, -7

max,

g=1
/
'S, |

= max,

iid

=X, =Y, ~(Vu,;:1'sl)

Para n>p:S;'?
'S, | =1,

J W]

Ij' S, =0,j#k
j=1...m<min(n, p,G-1)

max, I" S| ;

Tabela de MANOVA G, Matriz de incidéncia de grupos; P, =G(G'G) G’

F.V. g.l. Matriz de SQPC
Trat G-1 Hpp =20 (Yo =Y)(Y,—Y) =S, =YRY
g=1
G Ny
Residuo NG E,,=2 > (Vg=Y,)(Yg—Y,) =Su=Y(I-R)Y
g=1 i=l
TOTAL  n-1 H+E :ii(ygi -¥)(Yq —y)’ =YY




Analise Discriminante Esparsa—n << p
B Sobi . S,, N30 é p.d

* Big-Data:n<<p max, — : S
B S, B Tornar qutovalore
| pos'\f\\IOS
Solucao regularizada B'S. S
para corrigir o posto | Max , ————2~—— ‘(Sw +Q) - Al p‘ =0, 4>0
de Sy B (Su+Q) B,
Mas, como obter Q? e S, =(S,, Q)_l/2 S, (S, Q)_l/2
E os f’s, séo = max; £ Syfy : : :
esparsos?  (Su+Q) B =L B (S, +Q)B; =0;

Hastie et al., (1995); Clemmensen et al., (2011, 2016)

Solucéo Regularizada e Esparsa: implementada na funcao sda do pacote sparseLDA

Gocll ~YuoBi|, + 4B, QB+, HﬁkHl} . 6/G'G 6, =1 6/,G'G o, =0,

ﬂk le; mlnﬁk,ek {

Vetor de pesos

dos grupos Para (=1 usar algoritmo do elastic net



Analise Di

scriminante Esparsa —n << p

= Big-Data: n << p s_pa_rse_LDA,\: Dados “penicilliumYE_fj."”, _espéqies de fungos
(indistinguiveis) avaliadas em variaveis de imagem

. R n=36 p=3.754
Y A, Y 5, G=3: "P. Melanoconidium", "P. Polonicum", "P. Venetum"
[1,]-3.113028 -3.4122173
[2,] -3.142295 -3.8733571
[3,] -2.988152 -1.4446112 é é
[4,] -2.995266 -1.5567002 1 2

[5,] -2.995715 -1.5637771
[6,] -3.063970 -2.6392373
[7,] -2.996005 -1.5683428
[8,] -2.998670 -1.6103476
[9,] 5.059007 0.9703178
[10,] 5.803007 0.7348022
[11,] 2.720020 0.5259276
[12,] 4.546290 -0.6951151
[13,] 6.415934 -0.6321676
[14,] 5.898611 0.1021021
[15,] 5.472054 -1.9047044
[16] 8.543129 -0.2298407 Esc,
[17,] -2.687269 3.2962259 Ujg,
[18,] -2.666652 3.6210784
[19,] -2.840601 0.8802641
[20,] -2.848656 0.7533365
[21,] -2.733009 2.5755237
[22,] -2.262692 2.7361895
[23,] -2.779546 1.8422657
[24,] -1.346527 3.0923848

I'/'m

[1,] 0.7357055 1.20778203

[2,] -1.4138227 0.03324864 « -
3] 0.6781172 -1.24103066 Representacdo das espécies

nas variaveis discriminantes

. es0S 0
N\a’t\’\z de P o o8
s QrupO® 3
do ° o
u]
a
®
e e
Sda fun~x & v
’7l‘es v
v v v
gv v Mel
v v 0O Pol
v Ven

1st SD



Correlacao Canonica Esparsa —n << p

Y. iid >, X a'y , ,
Yi(p+Q)x1:£ 1lj~[(ﬂlj;z:£ " 12)]: ‘< maxak,bk ,O(ale,kaz)
Y, Ho Ly Ly bk'Y2

— a' 2122;; 221a — b' ZZlZJT]iL leb PtrOblem?S na g
a's,a b's, b otimizagao quando
n<<p n<<q

Inicialmente, considere o problema de obter uma solucao penalizada para a
decomposicdo em valores singulares de matrizes:

PMD: Penalized Matrix Decomposition (Witten, Tibshirani, Hastie, 2009, 2015)

AN ,?@S
L St
\\\\ . 2 6)/77 VOGS (
% 7Q
S S

L

|

Y,,=UDV', UU=I,VV =1,

-05 00 05 1.0 1.5

2 Ul =2

Vil <1

UkH1 <c,

Vel, ¢,

/

min Y-U\V,d,

Uk ’Vk ’dk

T T | T T I T
-1.5 -05 00 05 10 15



Decomposicao de Matrizes - Penalizacao

PMD: Penalized Matrix Decomposition

{Uk <Ll =

min Uy V.,

Vs <LV, <,
——HYH ZU’YVd += Zdz

EHY _uUDV’
2

Ucl, <L |U,| <
maxy, v, Uk'W ; { kH2< ’H kHl<Cl PMD(L,,L,)

\2 Hi <L M|, ¢,

Diferentes algoritmos s&o propostos para solugcao deste problema de maximizagao
(Witten et al., 2009, 20015)

Bilinearem U e V = U fixo e obter V, V fixo e obter U
2

V, fixo:max, U/YV, ; U, <1 U], <c.l<c <n

2

U, fixo:max, UV, ; Vs <LV, <c,.1<c,</p



Decomposicao de Matrizes — Penalizacao
Aplicacao

= CCA - Esparso: PMD(L,,L,)

a 'Y, Ya <1,

b.Y,Y,b, <1,

a H <C
In,' ] K 1 1
max, , &Y, Y,b, ;

b[, <c,

Algoritmo proposto: CCA-P Diagonal. Assume que para dados em alta dimensao a
matriz de covariancia diagonal pode ser adotada (Dudoit et al. 2001; Tibshirani et al.,
2003)

Y'Y =1, Y'Y, =1,

aYYa = a'a <1 bY,Y,n = b'b <1

= PCA - Esparso: PMD(.,L,) (Witten et al., 2009, 2015)

’Vkul S C,

max, V,'YYV,; [V|: <1




Correlacao Canonica Esparsa

= Pacote PMA-R, funcao CCA:

Dados gerados: n=100 p=500 g=1000
U,=Ya = n(a=0)=126;
V,u=Yb = n(b;#0)=31L ¢ =c,=0,367

p, =0,9612



Componentes Principais via Modelos de Regressao

o}t
; aﬂd . .. ) ..
ReVS Como obter as variaveis originais a partir das componentes principais?

___________________________________

YeR = Z=P'Y eR’ Z;=aY,+a,Y,+.+a,y, P=(a;} P'=(a)

___________________________________

€ 0 quadrado
da correlacéao
entre Y; e Z,

__________________________________________

32 A, Proporgao da Var(Y;) explicada
Var( ) Zajk Var Zajk ﬁk — Rjzk — kK porZ,.Eo coef|C|ente de
k=1 O determinacéo da regresséao de
Y; em/Z, .

Aplicacao de CP em Modelos de Regressao

Considere a seguinte situacdo da Regressao de Y em p Variaveis Preditoras:

YieR Soommt b
Objetivo: Modelo de Regresséo de Y nos Componentes Principais
das p Variaveis Preditoras (problemas de Multicolinearidade)



Componentes Principais e Modelos de Regressao
Selecao de Variaveis Preditoras

Reducéo de Dimensionalidade em Modelos de Regressao
|
[] I —_
Y, =B+ D B X et Yoa =L B+ X B 0
|

Selecéao de variaveis preditoras por PCR (Componentes Principais de Var. Preditoras)

X =UAV'; Z=XV, X=2ZV'
= Y. =18+Z, V'

Xyyeoy X - Z,.nZ, Z,= Zajkx LM, m<p

; p
~ Estimacdo em R+ Estimacdo em ER(m+1)

pxp ﬁpxl—i_e = aO +anpapx1+enxl;

a=V'p

|
: Variaveis Z sdo nao correlacionadas = Util na
: selecéo de variaveis preditoras.

Restricdes impostas pela reducao Zak Z, = Zakzajkx — Z;Zak JklxIJ Z B X;
de dimensionalidade

Exemplo: Gerar n=50 observacdes da N, com p=45 variaveis preditoras.



Componentes Principais e Modelos de Regressao
PLS

PLS: Minimos Quadrados Parciais
Y. eR (Tibshirani et al., 2015; Abdi, 2010)

p
Y =83 + X +e: X oo X 7.7 Obter direcdes (variaveis Z) |
=P Z'BJ i . P L ™ em X que melhor explicam Y. |

Estimacao em R(F+1)

i
,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, =1
Xy =ay; +b;Z;; +€y zyi J=La P = €z
,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, o
Yi=0,8x 2y +8 1=12,...,p v 2= 0, X,
=
me\‘(\O‘ 777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777777
Lawe Saiaiaiaieil ettt '
PO N 7 7 _ Estimag&o em R(m+1)
G(ed\lem — 11"y &=m> Yi _ao+zakzk|+ei :
Y [ k=1



Regressao PLS: Formulacao Geral

(Tibshirani et al., 2015; Abdi, 2010)

(Ynxp anq )nx(p+q) Obter “Componentes Principais” de X que melhor predizem Y

X .=F

nxq X nxm

J

W’

\

X mxq Y =F

\
|

Matriz de Escores Matriz de Cargas
(Coord. Principais)

J
|

Matriz de Escores

=F, BW,; B=diag(d,)

|

Matriz de Cargas

(Coord. Principais)

Obter F,;,Fy; max . Fy'Fy=d,

Xj 'Yj J

Considerando X e
Y normalizadas,
Passol: obter as
primeiras solucdes

Atualizar X e Y, e
usar o residuo do
Passol, até obter
m componentes.

p—

(XY),., =W,BW,’

gx

(X(XY)Y') =F F’

nx

(Y(YX)X") =RF,’

XO=X-XO=X-FW,,
YO =y -Y® =y _FW,d

Maximizar o produto
interno dos Escores

20
Algoritmo: optent
dos €5C0re®

Essas direcOes ndo séo iguais as da
Correlacdo Canonica (que € uma
solucao simétrica, diferentemente de
PLS que é assimétrica/direcionada)



Regressao PLS: Formulacao Geral

Obter “Componentes Principais” de X que melhor predizem Y

Y

Xna)
nxp nxq n><(p+q)

nxn

(X(XY)Y'),, =FF/
(Y(YX)X") =F

nxn

[

(Fo R ) {

Y = F,BW,’

Fo=XW, F =YW,

X

Wy BWY' = XBps;  Bpis :WX'BWY




Regressao PLS e Correlacao Canonica
Intergracao de Bancos de Dados

Solucéo PLS (Partial Least Square):

| [Cov a'’X:b'Y )} !

,b; g == — .
a max acR",aeR Ka ay(B rb7

= X, X,a=1la, b=X,a

Solucao CCA (Canonial Correlation Analysis):

a,b; max,_, ! [Corr a'X; b’Y)]

[Cov a'’x: b’Y] = Var (a'X [Corr a’x: b’Y)] Var (b'Y)!

PLS é a CCA com regularizacoes
definidas pelos PCde X e PCdeY



Regressao PLS , CCA e DA

Integracao de Bancos de Dados
PLS € a CCA com penalizacbes definidas pelos PCde X e PCdeY

| Cov(a’X;b'y )]2 = Var(a’X )| Corr (a’X;b'Y )]2 Var (b'Y)!

|

|

I |
(.

Bartlet (1938): estabelece conexdes entre CCA e e Analise Discriminante (DA) =
CCA pode ser realizada com um conjunto X de treinamento e uma matriz Y de
variaveis indicadoras da Doenca (Matriz G de var. dummy)

¥

Barker and Raynes (2003) propoem PLS-DA paraLlitcao i”jplementa PLS-DA
Assim, um procedimento formulado para problemas de egracéo SUpen/isionada
regressao com muitas variaveis preditoras, passa a ser de BD no MixOmics-R
usado para predizer estrutura de grupos.

% a ) . ;
5, o To o(Cou(XaKa)f o), <L 18,154, 10
ge(a\j' Ik g (X) -X, g (X) =x|, g (X) _ %2 J bancos de dado;s

C= (Cjk ) .Pesos as conexdes entre BD

______________________________________________________________________________________________



