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CAP{TULO 1

Introducao

Um dos requisitos fundamentais para o bom funcionamento de sistemas de
processamento de linguagem, especialmente quando é necessaria a interpre-
tacdo (como em sistemas de Extracdo de Informacao, Tradugdo Automatica,
ou Reconhecimento de Fala), ¢ a eficiéncia na recuperacao da estrutura sin-
tatica das sentencas. Em sua forma mais simples, o problema da anélise
sintatica envolve a definicdo de um algoritmo que associa a uma senteca de
entrada sua correspondente estrutura de arvore sintatica .

Esta anélise sintatica é realizada pelo analisador sintdtico®, que tem por
fungao recupera-la com a ajuda de uma gramaética, ou através de aprendizagem
automatica utilizando um banco de sentencas, também chamado de cérpus ou
treebank. Um corpus é uma cole¢do (grande) de sentengas auténticas anotadas
manualmente com informagoes sintéaticas e morfossintéaticas (veja secdao 3).
Exemplos de corpus sdo o Penn Treebank [22], para o inglés, e o Tycho Brahe
[15], para o portugués do Brasil.

No caso da anélise sintatica como um problema de aprendizado de méiquina,
uma, funcao senten¢a — drvore € induzida a partir de um conjunto de treina-
mento obtido do corpus. A avaliacdo da precisao do modelo é feita usando-se
um conjunto de teste contendo sentencas nao participantes do treinamento. No
caso dos métodos estatisticos, o aprendizado se torna uma tarefa de estimativa
de valores de parametros a partir de dados de treinamento. A combinagcao dos
melhores parametros forma a arvore mais provavel para uma dada sentenca.

1. Um Grande Problema: Ambigiiidade

Ambigiiidade é um grande problema na anélise sintatica, e uma das princi-
pais motivagoes para a escolha dos métodos estatisticos. Alguns poucos casos
de ambigiiidade sintética, dentre os muitos existentes, sao os seguintes:

! Assumimos uma defini¢iio do problema da anélise sint4tica onde cada sentenca deve ser
associada a uma Gnica arvore sintatica, mesmo que isto necessite de desambiguac¢ao usando
fontes de conhecimento além da gramatica. Isto contrasta com outra definicdo comum
do problema, onde a tarefa é recuperar todas arvores bem-formadas para a sentenca, sem
nenhuma desambiguagao.

2Parser, em inglés.



6 1. INTRODUGAO

e Ambigiiidade de categoria sintatica. Por exemplo, a palavra banco
pode ser tanto um verbo quanto um substantivo;

e Ambigiiidade na ligacio de sintagmas® preposicionais. A sentenca
“A menina viu 0 menino de bin6éculo” tem no minimo duas arvores
sintaticas: uma com o sintagma de binéculo modificando menino (ou
seja, 0 menino é que estava de binoculo), e outra modificando menina
(ou seja, a menina estava de binoculo e viu o menino).

e Ambigiiidade em coordenacao. Na sentenc¢a “um programa para pro-
mover seguranca em caminhoes e peruas”, a palavra peruas pode ser
coordenada com caminhoes, seguranca ou programa, gerando varias
arvores sintaticas possiveis.

A ambigiiidade sintitica gera uma explosao exponencial de analises para
uma sentenca. Segundo Collins (1999) [10], o problema com estes e outros
tipos de ambigiiidade é ainda agravado quando se trata de sentencas longas,
tornando necessaria uma gramatica bastante ampla. Estes fatos motivaram
as pesquisas por modelos estatisticos, que usam probabilidades observadas de
um conjunto de treinamento para ajudar a tomar decisoes de ligacoes entre
as palavras.

2. Abordagens

2.1. Abordagens Baseadas em Regras. Uma abordagem padrao ao
problema da andlise sintética [1] é construir uma graméatica manualmente, com
algum tipo de formalismo, ou com uma grande quantidade de informagao es-
pecifica lexicalizada. A ambigiiidade é resolvida através de restrigcoes seletivas
(por exemplo, um léxico pode (1) especificar que comer deve tomar um objeto
com a caracteristica +comida, e (2) especificar quais nomes no léxico possuem
a caracteristica +comida). Apesar de vidveis em um dominio limitado, como
tarefas de consulta a bancos de dados, restricoes seletivas enfrentam varios
problemas quando aplicas a tarefas mais gerais. Primeiro, o tamanho do vo-
cabulério se torna grande demais. Segundo, sabe-se que do ponto de vista
da lingiiistica elas apresentam problemas tedricos. Enquanto estes problemas
podem nao aparecer em um dominio restrito, eles sao freqiientemente encon-
trados em um dominio mais amplo. Por iltimo, isto implica que restrigoes
seletivas devem ser criadas como preferéncias leves ao invés de restrigoes duras.

2.2. Métodos Estatisticos. Em resposta a estas dificuldades, pesquisa-
dores comegaram a investigar abordagens baseadas em aprendizado de maquina,
principalmente através de métodos estatisticos, mas com algumas notaveis ex-
cegoes, como os métodos de aprendizado baseados em regras de Brill (1993)
|6] ou Hermjakob and Mooney (1997) [13]. O aprendizado estatistico se insere

3Sintagmas sio categorias sintdticas. No inglés sdo chamados phrases.
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num contexto cuja linha de pesquisa é chamada de empiricista, uma vez que
se baseia em exemplos ja prontos (um corpus anotado) e aprende como lidar
com aqueles ainda nao vistos.

De acordo com Manning e Schiitze [24], a linha empiricista, que entre as
décadas de 60 e 80 ficou nas sombras de crencas racionalistas encabecadas por
Chomsky (1965), cujo reflexo dentro da Inteligéncia Articial caracterizava-se
pela criacao de sistemas inteligentes com grande quantidade de conhecimento
inicial codificado & mao, ressurgiu na década de 90, com a idéia de que o con-
hecimento pode ser induzido a partir de algumas operacgoes basicas de associ-
acao e generalizagdo (Mitchell 1980 [25]). Assim, segundo o empiricismo, uma
maquina poderia aprender a estrutura de uma linguagem apenas observando
uma grande quantidade de exemplos, usando procedimentos estatisticos gerais
e métodos de associacao e generalizacao indutiva, como aprendizado indutivo
de regras (Brill 1993 [6]).

3. Objetivo

Embora varios modelos usados no Inglés tenham sido bastante descritos
por Sousa |11| e Bonfante |5, nosso objetivo final é mais especifico: queremos
levantar métodos estatisticos de analise sintatica tendo em vista a construgao
de um analisador sintitico para o Portugués. Nao iremos propriamente con-
struir um analisador, mas desejamos obter informacao e conhecimento sufi-
cientes para poder decidir mais claramente qual modelo de anédlise sintatica
poderia ser melhor adaptado para o Portugués, considerando o estado-da-
arte e os atuais recursos disponiveis (principalmente quanto a corpus anotado
sintaticamente).

4. Estrutura desta Monografia

No préoximo capitulo descrevemos os fundamentos da analise sintatica, sep-
arando 0s passos necessarios para a modelagem de um analisador sintético
e mostrando as decisoes a serem tomadas que diferenciam os analisadores
sintaticos existentes. No capitulo 3 mostramos e descrevemos os principais
modelos de analisadores sintaticos existentes, e no capitulo 4 comparamos os
resultados de todos eles e analisamos potenciais adaptagoes para o Portugués.






CAPiTULO 2

Fundamentos da Analise Sintatica Estatistica

O processo de anélise sintatica estatistica é separado em dois componentes:

o modelo: que é a funcao que define o espaco de eventos e os paramet-
ros a serem associados a cada evento;

e o analisador sintdtico: que propriamente dito, é o algoritmo que
implementa a busca pela melhor arvore sintatica para cada sentenca.

Nesse cenario, se o espaco de eventos possiveis for associado aos mapeamentos
entre as sentencas (5) e suas respectivas arvores sintéticas (A), o aprendizado
passa a ser a inducao de uma fungao probabilistica

Pontuagdao: A x S — [0,1],

em que Pontuagdo(A, S) pode ser tanto uma probabilidade conjunta P(A,S),
quanto uma probabilidade condicional P(A|S). A arvore mais provavel para
uma sentenca de entrada S é entao definida como

(1) Apetnor(S) = arg maxPontuagdao( A, S)
A

Deste modo, os dois componentes da anélise sintatica podem ser definidos
€omo:

o modelo: é a fung¢ao que define a probabilidade Pontuacdo(A, S) para
cada par (A, S);

o analisador sintatico: é o algoritmo que implementa a busca por
Annenor Para qualquer sentenca de entrada S.

Para que o modelo tenha um ntimero tratavel de parametros, um par
(A, S) precisa ser quebrado em um conjunto de eventos (Evento; ... Evento,).
Pontuagio(A, S) é entdo calculada como um produto de termos, cada Evento
tendo sua probabilidade correspondente:

(2) Pontuagio(A, S) = H Pontuagio( Evento;)
i=1..n

A escolha da parametrizacao é a escolha de como quebrar uma arvore. Em
outras palavras, é a escolha de para quais eventos associar parametros. Exis-
tem muitas maneiras possiveis de quebrar uma arvore. Os métodos estatisticos
na literatura diferem pelo modo como fazem isto, ou seja, como determinam

9



10 2. FUNDAMENTOS DA ANALISE SINTATICA ESTATISTICA

quais objetos lingiiisticos sao considerados para estimar os parametros de seu
modelo. Veremos isto no capitulo 3.

A escolha da parametrizacao é central para o sucesso de um modelo de
andlise sintatica. Uma boa parametrizacao deve representar concisamente os
dados. Segundo Collins [10], dois critérios sdao importantes:

Poder Discriminativo: os parametros devem incluir informacgao con-
textual necessaria para decisoes de desambiguagdo. Os modelos mais
simples falham nesse sentido, por serem insensiveis demais a infor-
magoes lexicais e preferéncias estruturais (por exemplo: as prefer-
éncias estruturais de ligagoes entre os sintagmas dependem de infor-
magoes lexicais (como as palavras que estao sendo ligadas) para serem
realizadas);

Poder de compactagao: o modelo deve ter o menor niimero possivel
de parametros. O nimero de parametros do modelo determina a
quantidade de dados de treinamento necessaria para treina-lo. Isso
significa que o poder de compactacdo do modelo determinara o quao
perto ele chega do seu potencial maximo, dada a quantidade (quase
certamente) limitada de dados para treinamento.

Estes dois critérios evoluem em sentidos opostos. Quanto mais parametros
um modelo possui, maior é, em teoria, seu poder discriminativo, e menor seu
poder de compactagao. Em um nivel mais extremo, por exemplo, a geragao
de uma arvore poderia ser composta por um tnico passo, o da propria geragao
de toda a arvore. Este caso pecaria pela compactacao, j4 que o niimero de
parametros a ser estimado seria do tamanho do dominio de sentencas pos-
siveis da linguagem, ou seja, extremamente grande. A quantidade de dados
de treinamento precisaria ser igualmente extensa (e portanto inviavel). Deste
modo, um bom modelo deve ser obtido pelo equilibrio dos dois critérios, sem-
pre visando eliminar parametros redundantes (que diferenciam as mesmas am-
bigiiidades).

Para isto, um modelo parametrizivel possui um argumento adicional na
funcao Pontua¢ao, dado por um vetor de parametros ©. A funcao é entao
escrita como Pontuagio(A, S|©), e o problema do aprendizado consiste em
se ajustar a estimativa de © a partir do conjunto de exemplos de treina-
mento. Isto pode ser feito de duas maneiras: de modo supervisionado ou
nao-supervisionado. Estes dois métodos sao explicados na se¢ao 4.4.

Portanto, a tarefa de modelagem da anélise sintatica é dividida em trés
etapas:

(1) Defini¢cdo do modelo de estrutura: a funcao Pontuacgdo(A, S|©);
(2) Defini¢do do modelo parametrizével;
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(3) Definig¢ao do algoritmo de busca para encontrar
Ampeinor(S) = arg maxPontuacao(A, S|O).
A

1. Estruturas e Representacoes

A estrutura geralmente usada para codificar os varios niveis de informagao
sintatica de uma sentenca é chamada de drvore sintdtica. Um exemplo de
arvore sintética pode ser visto na figura 1. Nesta figura, as folhas da arvore sao

S
SN SV
D N VB SP
/\
P N
0 O 1 semestre 2 comecga 3 em 4 agOstO

F1GURA 1. Um exemplo de arvore sintética.

as palavras de uma sentenca, e os nés imediatamente acima de cada palavra sao
suas categorias morfossintaticas (veja [17] para uma descrigao detalhada sobre
a atribuicdo de categorias morfossintaticas a palavras). Assim, as palavras
‘semestre’ e ‘agosto’ sao nomes (N), ‘O’ é um determinante (D), ‘comega’
é um verbo (VB) e ‘em’ é uma preposi¢io (P). Também temos a descri¢do
sintatica de agrupamentos de palavras, como ‘O semestre’, que é um sintagma
nominal (SN), ‘em agosto’, que é um sintagma preposicional (SP), e mesmo
S, a sentenca.

2. Dependéncia e Constituintes

Uma idéia fundamental é que certos agrupamentos de palavras se com-
portam como constituintes. Constituintes podem ser detectados por serem
capazes de ocorrer em varias posi¢coes, e mostrarem possibilidades sintaticas
uniformes de expansao. Por exemplo, um constituinte que agrupa nomes e
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seus modificadores, como “o semestre”. Todos elementos que podem ser sub-
stituidos um pelo outro em uma certa posicao sintatica sao membros de um
paradigma. Duas palavras possuem uma relagao sintagmdtica se podem for-
mar um sintagma, como o semestre (um sintagma nominal).

Outra importante nogao é o conceito de dependéncia. Em uma sentenca
como:

O semestre comeca em agosto.

semestre e agosto sao dependentes de um evento de comego. Vamos dizer que
eles sao dois argumentos do verbo comegar. Normalmente, sintagmas nominais
sao argumentos de verbos. Um ilustracao desta nocao de dependéncia é dada
na figura 2.

¥ O\ ¥ NV N N

D N VB P N RAIZ

@) semestre comeca em agosto

FIGURA 2. Estrutura classica de dependéncia.

3. Recursos Lingiiisticos

Um conjunto de textos é chamado de coérpus’. Um cérpus pode ser ano-
tado manualmente com informagoes lingiiisticas. As mais comuns usadas sao
informagoes referentes a categorias (etiquetas) morfossintaticas das palavras,
e a estruturas sintaticas das sentecas.

Um coérpus que contém anotagao sintética também é chamado de banco
de drvores®. Atualmente ndo existe um grande ntimero de cérpus anotados,
e muitas linguas nem dispoem de um. Isto se deve ao imenso esforco hu-
mano necessario para se anotar um coérpus. Mesmo assim, existem alguns
disponiveis, e que sao bastante utilizados em ligiifstica computacional. Para
o Inglés, um bom exemplo é o Penn Treebank [22], que contém textos anota-
dos do Wall Street Journal (WSJ). Para o Portugués, existem poucos corpus
anotados sintaticamente. Em particular, o corpus Tycho Brahe [15] possui an-
otagao morfossintatica, mas ainda possui pouca anotacao sintatica. Um dos

Ipreferimos unicamente este termo ao invés do singular corpus e plural corpora
Do inglés treebank.
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objetivos deste trabalho é investigar modelos existentes de andlise sintatica
visando a anotacao do Tycho Brahe.

4. Métodos e Técnicas Utilizados

Os modelos de anélise sintatica se diferenciam em pelo menos uma técnica
ou método empregado. Quando disponivel e claramente mostrado nas fontes
de referéncia, vamos salientar cada modelo quanto a lexicaliza¢cao das arvores,
o método de geracao empregado, a utilizacao da técnica de aglomeracao, e a
forma de aprendizado usada.

4.1. Lexicalizagdo. Em uma gramatica lezricalizada, cada n6 da arvore
que representa um sintagma é marcado com seu item léxico nicleo. Assim,
a arvore da figura 1 é lexicalizada como a arvore em 3. Isto fornece muito

S comeca

/\

SN semestre SVcomeca

/\ /\

Do N semestre VB comeca SPem
/\

Pem N agosto

0 O 1 semestre 2 comeca 3 em 4 agosto

F1GURA 3. Um exemplo de arvore sintatica lexicalizada.

mais informacao ao analisador sintatico sobre o que sao realmente as palavras
na sentenca no momento de decidir sobre a estrutura da arvore sintatica.
Por outro lado, esta informacao a mais degrada a eficiéncia computacional do
analisador, que também enfrenta problemas de dados esparsos.

Para um analisador sintatico nao-lexicalizado, a sentenca de entrada a ser
analisada é na verdade somente uma lista de etiquetas morfossintaticas. Uma
vantagem deste tipo de analisador é que o pequeno alfabeto de terminais o
torna facil de construir. Nao é preciso se preocupar muito com eficiéncia
computacional ou questoes de suavizacao de dados esparsos. Entretanto, isto
claramente fornece muito menos informacao para ser usada do que uma sen-
tenca com palavras reais.
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4.2. Geragao. Um analisador sintatico pode gerar a estrutura de uma
arvore de baixo para cima, partindo dos itens léxicos da sentenca até a raiz, re-
conhecendo subestruturas, ou ao contrario, partindo da raiz e derivando sube-
struturas, até os itens léxicos. Este segundo método de geracao de uma arvore
¢ chamado de gerativo, e basicamente nao apresenta vantagens ou desvanta-
gens em relagdo ao primeiro, ndo-gerativo. A diferenga esté, na verdade, na
forma como o modelo do analisador cria as distribuicoes de probabilidade. Um
modelo gerativo cria distribui¢des de probabilidade conjunta (P(A,S)), e um
modelo ndo-gerativo cria distribui¢oes de probabilidade condicional (P(A|S)).

4.3. Aglomeracdo. A técnica de aglomeracio® consiste em classificar as
palavras de um coérpus em categorias de semelhanga. Deste modo, palavras
de algum tipo escolhido sao referenciadas como um tnico grupo. Isto é us-
ado principalmente por modelos nao-lexicalizados de analise sintatica, ou que
utilizam aprendizado nao-supervisionado. Diferentes modos de decidir quais
palavras sao de alguma forma semelhantes, e aglomera-las junto, sao melhor
descritos em Schiitze (1995) [29].

4.4. Supervisao do Aprendizado. Um dos itens principais em que
modelos de analise sintatica podem se diferenciar é quanto ao tipo de apren-
dizado de maquina que utilizam para ajustar o parametro ©, definido na se¢ao
2, da melhor forma possivel. A tarefa do aprendizado também é chamada de
treinamento do modelo.

O aprendizado supervisionado utiliza corpus pré-anotado, e estima as prob-
abilidades das arvores sintaticas através da Maxima-Verossimilhanca (MV)*
(Manning e Schiitze, 1999 [24]). Num modelo simples, a probabilidade Pon-
tuacdo(A, S|©) é igual & probabilidade de A dado S e ©, P(A|S, ), na qual
o parametro © do modelo lista uma probabilidade para cada membro do con-
junto S x A. Estes parametros, entao, é que sao estimados usando a estimativa
MV, que da a estimativa de O:

Cont(A,S)

Pontuagio(4, 5|6) = P(A|S,0) = ~z"wes

Cont(S) é a freqiiéncia com a qual a sentenga S é vista no treinamento, e
Cont(A,S) é a freqiiéncia com a qual a sentenca S é vista no treinamento
associada & arvore A. Neste modelo, encontrar A,,.no- para uma entrada S
consiste em procurar sua arvore mais freqiiente:

Amemor(S) = arg maxPontuacdo( A, S|O).
A

Do inglés clustering.
4No inglés é chamada de Mazimum-Likelihood, ML.
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O problema deste método de aprendizado, entao, é que se pressupoe que
uma entrada S vista no conjunto de teste tera sido vista pelo menos uma vez
nos dados de treinamento. Isto claramente nao é verdade, e por isso modelos
que usam este tipo de aprendizado tém que se preocupar com questoes de
suavizacao de probabilidades.

Por este tdltimo motivo o aprendizado nao-supervisionado é preferivel, na
medida em que remove a necessidade do alto custo de anotacao manual de um
corpus. Isto porque o aprendizado nao-supervisionado usa texto nao-analisado
como dado de treinamento, procurando identificar estruturas e subestruturas
comuns. Entretanto, é geralmente reconhecido que este ¢ um problema muito
mais dificil, pelo menos para o objetivo de aprender estruturas lingiiisticas
plausiveis.

Estruturas de modelo que definem distribuicoes de probabilidade conjunta
P(A, S|®©) podem ser treinados de maneira ndo-supervisionada usando o al-
goritmo de Maximizacdo de Esperanca (ME)® [12]. No treinamento nao-
supervisionado os dados de treinamento sao uma seqiiéncia de eventos X =
xy...x, tirados de X ((X) = (wy,...,w,), w1, as palavras de uma sen-
tengas de tamanho n). No apéndice A descrevemos o algoritmo de treinamento
interno-externo, que é uma variacao do algoritmo ME.

Do inglés Exzpectation-Mazimization (EM) algorithm.






CAPiTULO 3

Modelos Estatisticos de Analise Sintatica

Vamos examinar como algumas idéias tém sido combinadas em analisadores
sintaticos estatisticos, e mostrar alguns dos modelos que estao sendo usados e
o atual estado da arte.

1. Medidas de Eficiéncia

Para podermos comparar diferentes modelos de analise sintatica, precisamos
de alguma medida, diretamente comparavel. A maioria dos trabalhos sobre
algum modelo utiliza as medidas de precisao, cobertura, e medida-f como
forma de mensurar sua eficiéncia. Considerando-se as arvores geradas por al-
gum algoritmo de busca e as respectivas arvores originais obtidas do conjunto
de teste, estas medidas sao calculadas da seguinte maneira:

nimero de nds corretos da arvore gerada
nimero total de ndés na arvore gerada

precisao =

nimero de nds corretos da arvore gerada
ntmero total de nds na &rvore original

s e precisao X cobertura
medida-f = 2 precisao-+cobertura

cobertura =

Existem outras medidas de eficiéncia, mas nem todas publicacoes utilizam
as mesmas. Assim, vamos comparar diferentes trabalhos basicamente através
das medidas acima.

2. Gramaticas Livres de Contexto (GLCs)

Uma Gramatica Livre de Contexto (GLC) é geralmente definida como uma
quadrupla G = (N, X, R, I), onde:
e N é um conjunto finito de ndo-terminais;
e X é um conjunto finito de simbolos terminais, isto é, é o alfabeto que
define as cadeias da linguagem,;
e R é um conjunto finito de producoes da forma o — 3, onde o € N e
Be(ZUN)
e [ € N é o simbolo inicial.
A linguagem definida por GG é o conjunto de cadeias de terminais que
podem ser derivadas a partir de um seqiiéncia de operacoes de reescrita com

17



18 3. MODELOS ESTATISTICOS DE ANALISE SINTATICA

o simbolo inicial I. As operacoes de reescrita sao definidas pelas producgoes
da forma o — (3, onde « é substituido por (.

As GLCs sao de grande utilidade pratica. Basicamente todas as linguagens
de programacio sdo definidas por GLCs'. Elas sio reconhecidas por autématos
de pilha, de eficiente implementacao no computador.

Entretanto, nestes casos, o tamanho da gramatica é relativamente pequeno.
Ja no caso de linguagens naturais, o tamanho da gramatica é muito maior,
o que degrada sensivelmente a eficiéncia dos algoritmos tradicionais. Além
disso, um grande problema do uso de GLCs na analise sintatica de liguagens
naturais é o fato do modelo ser muito pouco sensivel ao contexto da sentenca,
0 que acaba gerando problemas na representacao de determinadas relacoes de
concordancia. Outro problema é o fato de que o treinamento automatico de
uma GLC precisa ser feito com a utilizacao de exemplos negativos, para que
a GLC gerada nao seja permissiva, isto é, aceite muitas sentengas que nao sao
gramaticalmente corretas.

3. Gramaticas Livres de Contexto Probabilisticas (GLCPs)

Uma Gramatica Livre de Contexto Probabilistica (GLCP) é semelhante a
uma GLC normal, mas contém, adicionalmente, uma probabilidade associada
a cada regra da gramética. Escrevemos a probabilidade associada a regra o —
B como P(av — [f|a). Isto é interpretado como a probabilidade condicional de
escolher a regra @ — (3, dado que « é o nao-terminal sendo reescrito em uma
derivacao. Se D é um func¢@o que atribui uma probabilidade a cada membro
de R, uma GLCP é um quintupla G = (N, X, R, I, D).

Dada uma GLCP, a probabilidade para qualquer arvore livre de contexto
em uma linguagem é o produto das probabilidades das regras que ela contém.
Isto é, se A é uma derivagao livre de contexto que envolve n regras da forma

o — [,
(3) P(A) = H Po; — Bila)

Uma GLCP também define uma distribuicdo de probabilidade sobre sen-
tencas. Se A(S) é o conjunto de arvores que possuem como superficie a sen-
tenca .S, entao

(4) P(S)= > P(A)

ACA(S)

10s tipos das variaveis sdo a unica condiciio de contexto utilizada em linguagens de
programacao, em geral.
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E principalmente, dado que estamos tentando definir modelos de anélise
sintatica, uma GLCP também define a arvore mais provavel para cada sen-
tenca S, Apmeinor(S) (veja equagao 1):

(5) Apethor(S) = arg maxP(A)
ACA(S)

Um dos métodos mais simples que implementa esta funcao é uma exten-
sdo do algoritmo CKY (Hopcroft e Ullman, 1979) [14] — originalmente de-
senvolvido para gramaticas livres de contexto — para GLCPs. Outro método
bastante usado é o algoritmo de Earley [9], que descrevemos no apéndice B.

A principal vantagem das GLCPs sobre o modelo anterior é que pode-se
distinguir entre arvores candidatas de maneira direta. Outra vantagem é que
nao é necessario o uso de exemplos negativos para o treinamento.

As principais desvantagens das GLCPs sao a falta de sensibilidade a de-
pendéncias léxicas e a falta de sensibilidade a preferéncias estruturais. A
primeira deficiéncia significa que a decisao entre duas estruturas depende ape-
nas das probabilidades das regras utilizadas, € nao tem nenhuma relagao com
os itens lexicais em questao, pois as GLCPs usam arvores nao-lexicalizadas.
A segunda deficiéncia pode ser verificada quando existem duas possiveis for-
mas de ramificacdo, a direita ou a esquerda. Elas possuem as mesmas regras
gramaticais, e portanto uma GLCP nao sabe distinguir a correta.

Alguns resultados publicados sobre o uso de GLCPs para analise sintatica
sdo relativamente ruins. Charniak (1997) [8| treinou e testou uma GLCP
usando o banco de arvores WSJ, e obteve uma precisio de 70,6% e uma
cobertura de 74,8% (uma medida-f de 72,6%).

4. Modelo Proposto por Charniak (1997)

O modelo proposto por Charniak [8] limita a geragio de arvores a apenas
utilizar as regras gramaticais vistas nos dados de treinamento do algoritmo.
As regras sao lexicalizadas, e sua aplicacao é dividida em duas partes. A
primeira atribui uma probabilidade para a utilizagao da regra em si, e a se-
gunda avalia a probabilidade dos itens lexicais que preenchem as folhas.

Charniak enfoca o aprendizado automatico de gramaticas livres de con-
texto a partir de dados de treinamento nao anotados manualmente, ou seja,
propoe um modelo de aprendizado nao-supervisionado. Em seu trabalho,
ele apresenta técnicas de aglomeracao de palavras, para diminuir o prob-
lema dos dados esparsos, e também apresenta técnicas para decidir o sentido
de uma palavra de multiplos sentidos, através do contexto ou de informacoes
externas.

Com este modelo, Charniak alcanca 87,4% de precisdao e 87,5% de cober-
tura (e 87,4% de medida-f) no corpus WSJ.
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Entretanto, as hipoteses de independéncia de Charniak, de que a expansao
de um simbolo nao depende de nenhum simbolo acima e nenhum simbolo dos
lados, sao fortes demais. Alguns modelos mais adiante neste trabalho vao
afirmar isto, e argumentar que é necessario considerar o contexto dos simbolos.

5. Modelos Baseados em Histoéria

Apesar de produzirem bons resultados, os modelos descritos nas secoes
anteriores nao conseguem capturar informacoes suficientes para lidar muito
bem com a ambigiiidade. As GLCPs tradicionais contam com uma certa
nocao de contexto, mas ainda restrita a caracteristicas locais. Na analise
sintatica, supoe-se que a informagao lexical de longa distancia é crucial para
desambiguagao, e neste caso modelos locais como as GLCPs sao insuficientes.

Um Modelo Baseado em Histéria? (MBH) é um modelo gerativo prob-
abilistico capaz de considerar informacgao contextual em qualquer posicao da
historia do discurso. Foi proposto a primeira vez por Black et al. (1992)
[4] para o processamento de linguagem natural. Trabalhos posteriores como
[16, 23, 27, 26] o usaram para problemas de analise sintéatica e etiquetagem
morfossintatica.

A idéia é definir um mapeamento um-pra-um que associa cada membro do
espago de entrada e saida Sx A (sentenga e arvore) a uma seqiiéncia de decisoes
(dy,da,...,d,). A probabilidade conjunta de um membro (s,a) € S x A (s
uma sentenca e a uma arvore) é dada por

(6) P(s,a) = P({dy, da, ..., dn)) = ] P(dildy,... div).

i=1...n

O contexto condicionante para cada d;, (d,ds,...,d;_1), é referido como a
“historia”, e é equivalente a alguma estrutura parcialmente construida.
Associar um parametro P(d;|dy, ..., d;_1) a cada possivel prefixo (d;, d, . . .,
d;) levaria a um nimero muito grande de pardmetros. Assim, usa-se uma
funcao ® para agrupar histérias em classes de equivaléncia, o que nos da

(7) P(s,a) = P({dy,da, ..., dn)) = [[ P(di|®(ds, ... di1)).
i=1..n

A funcao ® pode ser definida tanto manualmente quanto automaticamente
através de técnicas de aprendizado computacional.

O mapeamento entre eventos em S X A e seqiiéncias de decisao é alcancado
definindo-se um programa estocastico que gera eventos em S x A. Um pro-
grama estocastico € um algoritmo que em certos pontos faz uma escolha
aleatoria entre decisoes alternativas, de acordo com alguma distribui¢ao de
probabilidade. O trago do programa pode ser representado como a seqiiéncia

Do inglés History-Based Models
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de decisoes feita, e a probabilidade desta seqiiéncia é o produto das proba-
bilidades das diferentes decisoes. O programa, entao, define uma distribuicao
sobre seqiiéncias de decisao, e uma distribuicao sobre S x A.

Se ®(dy,...,d;_1) = a, onde « é 0 ndo-terminal mais a esquerda na arvore
parcial definida por (dy, ..., d;_1), entdo o programa estocastico é equivalente a
uma GLCP, no sentido em que ele gera arvores com a distribuicao definida pela
GLCP com parametros P(aw — (|a). Por outro lado, ® pode ser estendida
para incluir contextos arbitrarios adicionais na arvore parcial definida por
di,...,d;—1 (por exemplo, o pai de a na arvore, o simbolo diretamente a
esquerda de « na arvore, e assim por diante). Assim, quebra-se as fortes
hipoteses de independéncia consideradas nas GLPCs. Black et al. [4] descreve
um método que usa arvores de decisao para buscar valores de ® que incluam
contexto adicional. Deste modo, enquanto este modelo baseado em histéria
inclui GLCPs, ele também é poderoso o suficiente para estendé-los de varias
maneiras.

Resumindo, a distin¢do com GLCPs ocorre no sentido de que cada estru-
tura de sintagma depende nao somente da entrada, mas também da histéria
inteira naquele ponto da sentenca. A histéria é interpretada como qualquer
elemento da arvore que ja foi determinado, incluindo palavras anteriores, nao-
terminais, estruturas de sintagmas, e qualquer outra informacao lingiiistica
que é gerada como parte da estrutura da analise.

5.1. Modelos Baseados em Histéria Condicionais. Modelos basea-
dos em historia também podem ser usados para definir distribui¢oes condi-
cionais P(a|s) para a € A e s € S. Trabalhos como |27, 23, 16| descrevem
modelos condicionais para andlise sintatica; [26] descreve um modelo assim
para etiquetagem morfossintatica. Em modelos condicionais, o par s, a é rep-
resentado novamente como uma seqiiéncia de decisoes, mas a entrada s é uma
variavel condicionante:

(8) P(a|s) = P((dy,dy, ..., dy)|s) = [[ P(dilds,....di-s,s).
i=1...n

5.1.1. O Analisador Sintdtico SPATTER. Magerman (1995) [23| desen-
volveu um analisador sintatico chamado SPATTER (uma extensdo do tra-
balho descrito em [16]), que utiliza um modelo de probabilidade condicional.
O analisador foi completamente obtido a partir de um banco de arvores, sem
a necessidade de uma gramatica escrita & mao. E, portanto, de aprendizado
supervisionado. A escolha da funcao ® para definir os contextos de de-
cisao (segdo 5) foi implementada através de arvores de decisdo para procura
de hipoteses de independéncia. O analisador trabalha de baixo para cima até
que uma arvore minima seja construida, e a partir dai seleciona a melhor.

Considerando as trés etapas para o projeto de um analisador sintatico (veja
pagina 11), Magerman usou um especialista em lingiiistica para definir uma
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representacgdo (etapa 1) que contivesse todos os elementos de arvore-sentencga
que pudessem ser Tuteis para a resolucao de ambigiiidades; e entao escolheu
usar arvores de decisao para identificar quais caracteristicas seriam realmente
significativas como critério de decisdo (etapa 3).

O problema desta estratégia é a pouca importancia dada a etapa 2 (de
parametrizacao, ou decomposi¢ao) do modelo. O SPATTER escolhe paramet-
ros que algumas vezes perdem informagdes de distingao importantes, e outras
vezes fragmentam desnecessariamente os dados de treinamento nas ramifi-
cacoes das arvores de decisao.

Na secdo 5.2 apresentamos o trabalho de Collins [10], que baseia o relativo
sucesso de seu analisador sintatico & importancia dada a etapa 2, em que é
tomado especial cuidado na escolha dos parametros que quebram e classificam
as arvores.

O treinamento do SPATTER ¢é feito através do algoritmo Progressivo-
Regressivo® |3, 7|, que refina o modelo aumentando o peso das decisdes que
contribuem mais, convergindo em um modelo que melhor representa os dados.
Este algoritmo ¢ uma variagao do algoritmo de Maximizagao de Esperanca
(ME) [12], e parecido com o algoritmo Interno-Externo, descrito no apéndice
A.

Este trabalho apresentado por Magerman representou uma maturagao das
técnicas de analise sintatica probabilistica. Ele representou um avanco na
escala das tarefas feitas por analisadores sintatico. Todas sentencas com até 40
palavras foram analisadas, em um dominio mais amplo (WSJ) do que testes
anteriores. O analisador obteve resultados de 84,6% de cobertura e 84,9%
de precisao (e 84,7% de medida-f). Provavelmente muito da melhora obtida
em relacdo aos métodos baseados em GLCPs (uma GLCP nao-lexicalizada
alcanca em meédia 72% de precisao/cobertura, conforme segao 3) se deve ao
fato do modelo usar parametros que se baseiam fortemente em informacoes
léxicas.

5.1.2. Modelo Baseado em Mdzima Entropia. Ratnaparkhi propée um mod-
elo de analisador sintatico baseado em uma técnica de aprendizado de maquina
chamada de Maxima Entropia |28|. O modelo é treinado com um banco de
arvores anotado manualmente, e portanto é supervisionado.

A construcao da arvore sintatica é feita com agoes semelhantes as de um
analisador de empilhar-reduzir. A seqiiéncia de acoes aq, ..., a, para construir
uma arvore completa é chamada de derivacao de A. O analisador parte de
uma derivacao d = aq, ..., a, e prediz alguma acao a,,; para criar uma nova
derivacao, d = aq,...,a,+1. Nao ha uma gramatica que dita quais agdes sdo
possiveis.

3Do inglés Forward-Backward.
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Todas as agoes que levam a arvores bem-formadas sao permitidas e o
método de maxima entropia é usado para pontuéd-las. A pontuacdo de cada
acao na derivacao é usada para computar a pontuagao da derivacao inteira.
O analisador usa um modelo condicional baseado na histéria, na qual
uma probabilidade p,(a|d) é usada como a pontuagdo de uma ag¢ao a, depen-
dendo da derivagao parcial d (também chamada de contexto ou histéria) que
esté disponivel no momento da decisdao. O modelo condicional p, é estimado
usando-se maxima entropia, que pode usar diversas informacoes no contexto
d para computar a probabilidade de uma acao a.

Para analisar uma sentenca, o analisador usa uma rotina de busca que
explora o espaco de todas as arvores possiveis e tenta encontrar a de maior
probabilidade.

Com esse modelo, Ratnaparkhi alcanca resultados de 87,5% /86,3% de pre-
cisdo/cobertura (e 86,9% de medida-f) no WSJ.

5.2. Modelo Orientado ao Ntcleo Léxico. O trabalho desenvolvido
por Collins [10] primeiro partiu de um modelo puramente baseado em de-
pendéncias léxicas, que havia sido desenvolvido em 1995. Com este modelo
j& obtia-se uma precisdao em torno de 85% no WSJ. A partir dai, novos ele-
mentos lingiiisticos foram inseridos no modelo, na tentativo de torné-lo mais
exato (mas com isso tornando-o também mais complexo).

Collins argumenta que deve-se dar muita importancia a parametrizacao do
modelo (a etapa 2 do projeto de um modelo de andlise sintatica, que descreve-
mos na pagina 11). Por isto ele considera dois pontos criticos:

(1) Como as arvores sintaticas podem ser quebradas em fragmentos me-
nores?
(2) Como esta escolha pode ser feita para se obter um modelo estatistico?

Esta énfase na parametrizacao é explicada por Collins como devida a pro-
priedade da localidade que as palavras em uma sentenca possuem, que define o
dominio no espaco sobre o qual a palavra ntcleo influencia as demais palavras
da sentenca. Assim, o propoésito é escolher uma parametrizacao que reflita
melhor a influéncia local dos itens lexicais nicleos. Portanto, o item lexical
nicleo deve ser gerado antes da estrutura que depende dele, numa derivagao
chamada de dirigida ao nicleo*. Com esta decomposicdo, aplica-se hipdteses
de independéncia sobre relacionamentos que estao fora do dominio de influén-
cia (localidade).

Assim, neste modelo proposto por Collins, uma arvore sintatica é represen-
tada como uma seqiiéncia de decisoes em uma ordem de cima para baixo, com

“Do inglés Head-driven.
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uma derivacao centrada no nticleo, em que cada decisao tem uma probabili-
dade associada. O modelo, entao, chamado de Modelo Orientado ao Ntcleo
Léxico, é gerativo, dirigido ao nucleo, e probabilistico.

Nos testes feitos na secao 23 do WSJ, o modelo proposto por Collins con-
seguiu uma taxa de 88,3%/88,0% de cobertura/precisao (e 88,1% de medida-f)
na recuperacao dos sintagmas. Isso representa uma taxa relativa de reducao
de erro em torno de 25% sobre os resultados do SPATTER, quando treinados
e testados com o mesmo conjunto de dados.

5.2.1. Modelos Adaptados para o Portugués. O trabalho realizado por Collins
naturalmente foi aplicado ao Inglés, mas Sousa [11] e Bonfante |5] apresentam
analisadores sintaticos para o Portugués baseados no trabalho de Collins.

Entretanto, os resultados obtidos pelos dois sao inferiores aos obtidos para
o Inglés. Ambos trabalhos chegam a conclusdes semelhantes quando apre-
sentam algumas razoes para que isto tenha acontecido: o fato principal de
terem contado com poucos dados de treinamento (as vezes 10 vezes menores
que para o Inglés); e o fato de existir uma pequena gama de conhecimento
coletado sobre o problema da anélise sintatica do Portugués.

Os dois trabalhos explicam a adaptacao do método de Collins para o Por-
tugués, e contribuem para o conhecimento da area quando relacionam as di-
ficuldades e os problemas encontrados no desenvolvimento de analisadores
sintaticos para o Portugués.

6. GLCPs Nao-Lexicalizadas

Klein e Manning (2003) [20] apresentam um analisador sintatico baseado
em GLCPs nao-lexicalizadas. As suposi¢oes de liberdades de contexto feitas
por GLCPs sao muito fortes, e enfraquecé-las neste sentido melhora bastante
o modelo. Collins (1999) [10] (secdo 5.2) faz isto, ao usar varias subcatego-
rizagoes cuidadosamente projetas a mao e motivadas lingiiisticamente para
quebrar as ma suposicoes de liberdade de contexto. Klein e Manning utilizam
uma markovizacao das regras, considerando o contexto vertical e horizontal
de um noé.

Esta GLCP nao-lericalizada supera a GLCP lezicalizada de Magerman
(1995) 23], usada no analisador sintatico SPATTER (apresentado na segio
5.1.1), mas nao supera modelos mais recentes, como Charniak (1997) [8] (segao
4) e Collins (1999) [10]. Algumas vantagens de uma GLCP nao-lexicalizada
sao: é mais facil de interpretar e melhorar do que modelos lexicalizados mais
complexos; a representacao da gramética ¢ muito mais compacta, nao necessi-
tando mais de grandes estruturas para armazenar probabilidades lexicalizadas;
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os algoritmos de analise tém complexidade assint6tica mais baixa® e tém con-
stantes de gramatica muito menores; e uma GLCP nao-lexicalizada é mais
simples de construir e otimizar.

O modelo usa aprendizado supervisionado, através de estimacoes de
Maxima-Verossimilhanca. Para a anélise, o analisador usa o algoritmo CKY
[14], semelhante ao algoritmo de Earley descrito no apéndice B. Usando o
WSJ com sentencas de até 40 palavras, o modelo obteve 86,9% de precisao,
85,7% de cobertura e 86,3% de medida-f. Para sentencas com até 100 palavras,
a precisao foi de 86,3%, a cobertura 85,1% e a medida-f 85,7%.

7. Modelo de Contexto de Constituintes

Klein e Manning (2002) [19] apresentam um modelo distribucional gera-
tivo para indugao nao-supervisionada de sintaxe de linguagem natural. A
busca de parametros é feita utilizando Maximizacao de Entropia. Na maioria
dos experimentos, seqiiéncias de etiquetas morfossintaticas sao tomadas como
entrada, mas também testa-se como entrada etiquetas induzidas distribuida-
mente.

A busca de parametros é local, e por isto pardmetros que sao 6timos lo-
calmente podem ser ruins globalmente. Mas ela tem a vantagem potencial
de, por agregar somente estruturas sintiticas vilidas e completas de cada sen-
tenca, incorporar naturalmente a restricao de que constituintes nao podem se
cruzar.

Para explorar este e outros beneficios da busca de parametros, Klein e
Manning usam um modelo novo que é projetado especificamente para per-
mitir um espaco de busca mais apropriado. A suposicao fundamental é que
constituintes aparecem em contextos de constituintes. Um fendémeno ligiifs-
tico particular que o sistema explora é que constituintes longos geralmente
tém equivalentes curtos e comuns, que aparecem em contextos similares e
cujos “corpos de constituintes’® sao facilmente descobertos. O modelo é pro-
jetado para transferir o corpo de constituintes de uma seqiiéncia diretamente
para o contexto que o contém, que entao tenta pressionar novas seqiiéncias
que ocorrem nesse contexto a serem analisadas como constituintes na rodada
seguinte. O modelo também é projetado para explorar as vantagens da “aglom-
eracao distribuida”, e pode igualmente ser visto como executar aglomeracao
distribuida na presenca de restricoes de nao-sobreposi¢ao. O algoritmo de
indugdo combina os beneficios da busca de parametros baseada em Maxima
Entropia e dos métodos de aglomeragao distribuida.

50(n?) vs. O(n®) (ou vs. O(n*) para uma implementacio melhor).
Do inglés constituency, de dificel traducio.
Do inglés distributional clustering.
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Os experimentos foram feitos utilizando as sentengas do WSJ que possuiam
nao mais que 10 palavras depois da remocao de pontuagao e elementos nulos
(WSJ-10). Constituintes que nao podiam ser errados (como uma s6 palavra
e sentencgas inteiras) foram descartados. Utilizando etiquetas morfossintaticas
como entrada, o modelo alcangou 63,8% de precisao, 80,2% de cobertura e
71,1% de medida-f. Isto reduz a esparsidade dos dados, e torna mais facil
enxergar um esbo¢o da gramaética, mas também limita o0 maximo que este
modelo pode alcancar. Mesmo assim, algumas etiquetas morfossintaticas dao
dicas de conhecimento posterior da estrutura, isto é, carregam distin¢oes que
somente poderiam ser feitas sintaticamente. Klein e Manning entao fazem os
experimentos utilizando como entrada etiquetas induzidas distribuidamente.
Com isto, a precisao vai para 56,8%, a cobertura para 71,1% e a medida-f para
63,2%.

8. Modelo de Dependéncia e Corpo de Constituintes

Klein e Manning (2004) [21] apresentam um modelo gerativo para o
aprendizado nao-supervisionado de estruturas de dependéncia. O mod-
elo é chamado de Modelo de Dependéncia com Valéncia (MDV), e utiliza as
idéias principais que tornaram os modelos de dependéncia supervisionada efi-
cazes na analise sintatica estatistica. O treinamento é feito com o algoritmo
interno-externo [2] (veja apéndice A).

Este modelo obtém 46,6% de precisao, 59,2% de cobertura e 52,1% de
medida-f. Estes valores sao baixos, mas sao os primeiros resultados publicados
a superar a heuristica da palavra adjacente (de 33,6% neste corpus).

Klein e Manning (2004) e Klein (2005) [18] entdo demonstram como este
modelo pode ser combinado com o (melhor) modelo de indugao de constitu-
intes existente [19], explicado na se¢do 7, para produzir uma combinagio que
supera substancialmente qualquer um dos modelos individuais, em qualquer
medida. As vantagens de cada modelo s@o complementares. O modelo de
constituintes (MCC) é melhor na recuperagdo de corpos de constituintes, e
o modelo de dependéncia (MDV) é melhor na recuperacdo de estruturas de
dependéncia. No modelo combinado, a pontuagio (avaliacdo) de cada arvore
¢ dada pelo produto das probabilidades de cada modelo acima.

Considerando etiquetas morfossintaticas como entrada, o modelo combi-
nado (MDV+MCC) obtém 69,3% de precisdo, 88,0% de cobertura e 77,6%
de medida-f, no cérpus WSJ-10. O modelo também foi testado com classes
de palavras induzidas automaticamente, usando o método de aglomeragao dis-
tribuida mais simples de Schiitze (1995) [29]. Com estas classes como entrada,
o modelo apresentou uma degradacédo, obtendo 65,2% de precisao, 82,8% de
cobertura e 72,9% de medida-f. Entretanto, é interessante notar que estes
nimeros sao totalmente nao-supervisionados.
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O modelo combinado também ¢é testado para o Alemao (no corpus NEGRA-
10) e para o Chinés (CTB-10), e também obtém bons resultados. Com o corpus
NEGRA-10, a medida-f obtida é de 63,9%. Com o CTB-10, ela vale 43,3%.
Neste caso, o modelo de dependéncias (MDV) separado apresentou melhor
resultado: 46,7% de medida-f.

Uma razao principal para estes modelos serem capazes de recuperar es-
truturas mais precisamente que trabalhos anteriores é que eles minimizam a
quantidade de estruturas ocultas que precisam ser induzidas. Os resultados
obtidos demonstram que a ampla estrutura de constituintes e dependéncias
de uma linguagem pode ser recuperada com bastante sucesso a partir de uma
quantidade muito modesta de dados de treinamento.






CAP{TULO 4

Discussao

Na tabela 1 sao mostrados os resultados alcancados pelos analisadores que
apresentamos. As entradas em italico sao os modelos nao-supervisionados. A
coluna P indica a precisao, e a C a cobertura. Os valores na coluna < indicam
para sentencas de até quantas palavras os modelos foram testados. A anotacao
PoS indica que modelo usa como entrada etiquetas morfossintaticas, e a an-
otagdo Distr. indica que o modelo induz (distribuidamente) aglomeragoes de
palavras. Mesmo que os modelos que usam aprendizado nao-supervisionado

Modelo %P %C < Corpus
GLCP 70,6 74,8

Magerman (1995) SPATTER 849 846 40 WSJ
Charniak (1997) melhor 874 875 40 WSJ
Ratnaparkhi (1999) EM 87,5 86,3 WSJ
Collins (1999) MONL 88,7 88,6 40 WSJ
KleinManning (2002) MCC (PoS) 63,8 80,2 10  WSJ
KleinManning (2002) MCC (Distr.) 56,8 71,1 10  WSJ
KleinManning (2003) GLCP nao-lex. 86,9 857 40 WSJ
KleinManning (2003) GLCP nao-lex. 86,3 85,1 100 WSJ
KleinManning (2004) MDV 46,6 59,2 10 WSJ

KleinManning (2005) MDV+MCC (PoS) 69,8 88 10  WSJ
KleinManning (2005) MDV+MCC (Distr.) 65,2 82,8 10  WSJ
KleinManning (2005) MDV+MCC 49,6 89,7 10 NEGRA
KleinManning (2005) MDV+MCC 33,8 62,0 10 CTB
TABELA 1. Resultados dos varios modelos de anélise sintitica mostrados.

possuam precisao bastante abaixo dos modelos supervisionados, eles sao os
melhores resultados publicados até hoje, e mostram que o potencial desse tipo
de aprendizado é real e vidvel. Isto incentiva pesquisas nesta area para o
Portugués, que atualmente conta com muitos poucos cérpus anotados sintati-
camente para conseguir obter um desempenho satisfatério na analise sintatica
supervisionada.

Pelos modelos de anélise sintatica apresentados, vimos que o estado-da-arte
para o Inglés esta progredindo. J& para o Portugués, temos poucos modelos
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(bem) adaptados, quanto mais criados especificamente. Os poucos recursos
lingiiisticos disponiveis talvez estejam desencorajando mais pesquisas nesta
area. Este trabalho serve como guia para futuras pesquisas, mostrando o
avanco dos modelos de anédlise sintatica, principalmente quanto & utilizagao
de modelos nao-supervisionados para o aprendizado lingiiistico. Assim, para
que mais esforco de pesquisa nesta area seja empregado para o Portugués,
estes modelos podem ser a chave inicial. Considerando os resultados obtidos,
o melhor modelo nao-supervisionado apresentado parece ser capaz de fornecer
tal chave. Os trabalhos futuros sdo, portanto, analisar a fundo este modelo e
adapté-lo para o Portugués. Abrimos mao de analisar a utilizacdo de cadeias
de Markov de alcance variavel diretamente em algum modelo, ao contrario do
que haviamos proposto no Plano de Estudos desta disciplina, porque isto sig-
nificaria que precisariamos utilizar modelos de aprendizado supervisionado, o
que nao parece ser a melhor idéia para o Portugués hoje. Entretanto, mesmo
que muito esforco seja necessario para adaptar um modelo nao-supervisionado
— por causa das diferencas entre linguagens —, uma vez que se alcance resulta-
dos satisfatorios a geracao de cérpus anotado sintaticamente para o Portugués
ficara bastante simplificada e rapida. E com isto, analisadores sintaticos mais
eficientes poderao ser criados.
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APENDICE A

Algoritmo de Treinamento

Um algoritmo bastante usado para treinar uma GLCP é o chamado Algo-
ritmo Interno-Ezterno' [2], que é uma instancia do algoritmo de Maximizagao
de Esperanca (ME) [12]. Ele utiliza um coérpus de treinamento e as arvores
sintaticas de treinamento para tentar aumentar a probabilidade das regras
mais utilizadas destas arvores. Primeiro o algoritmo calcula as probabilidades
interna e externa de uma sentenca.

Seja w;, uma sentenga do corpus de treino, onde w; denota a i-ésima
palavra da sentenca. O simbolo terminal i representa w;.

A probabilidade interna (Gx (k, ) é a probabilidade do nao-terminal X dom-
inar os terminais de k a [ ([k,]), ou seja, é a probabilidade dos terminais den-
tro” de Xj;. Seja S um simbolo inicial da gramética. Entao, quando tivermos
calculado as probabilidades internas da sentenca, teremos a probabilidade da
sentenca:

ﬁS(lan) = P(wl,n)

Para calcular as probabilidades internas eficientemente, comecamos com o
caso base:

Bx(k, k) = P(X — wy)

E entao, considerando o conjunto das regras usadas para criar Xy, iter-
amos por:

9 Bxk,)= > PXy—Yi.Y.) J[  Br@a)
Xp =Yg, Y. Yp,q€Yg,... Y.

A probabilidade externa é definida por ax(k,l) = P(wyk,, X, wit+1,), Ou
seja, é a probabilidade de produzir o material “fora” de X enquanto X domina
o resto do material. A probabilidade externa é calculada do topo da &rvore
para baixo. Assim o caso base é:

as(l,n) = P(S1,) =1.0
Continuamos o processo por:

P(Zop = [ X DIy, cpoxy 1 By (0:0)
ax(k,)= > azlab) N l;/p,qe[ X ]
Zap— [ X1 XA

Do inglés Inside-Outside Algorithm.
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Finalmente, para reestimarmos as probabilidades das regras, utilizamos a
equacao
C(X -Yl...ym)

20X =)

onde C(X — Y'...Y™) = somatério da probabilidade de que X foi con-
struido usando a regra X — Y!...Y™ sobre todas as aplicacoes da regra, ou
seja,

C(X —yl.. Ym) = m Zocorre X—Yyl.ym Oéx(]{?, Z)P<X — Y. Ym)
Byi(k,--) ... Bym (-, 1).

P(X =Y. Y™) =




APENDICE B

Algoritmo de Earley

O algoritmo de Earley verifica se uma sentenca é reconhecida pela gramatica
dada. Com alguma estrutura a mais, podemos fazé-lo encontrar as arvores
sintaticas da sentenca. E utilizando uma gramaética probabilistica, encontrar
apenas a arvore sintatica com maior probabilidade.

Primeiro, o algoritmo precisa de trés estruturas de dados:

(1) Uma matriz de probabilidade contendo as regras instanciadas ja fe-

chadas e a probabilidade da arvore a partir de cada uma dessas regras;
(2) Uma pilha de entradas de simbolos instanciados a serem analisados;
(3) Um conjunto de regras instanciadas parcialmente.

A primeira estrutura é implementada utilizando map, e contém as regras
instanciadas que ja foram fechadas, junto com suas respectivas probabili-
dades. Ela ¢é indexada por [indice superior — indice inferior|[indice inferior].
Por exemplo, considerando o simbolo & esquerda da uma regra instanciada
NP,y — Dy1Nso, a regra é armazenada na posicao [2 — 1][1]. A terceira es-
trutura é fornecida pelo objeto da gramética passado ao algoritmo, e é imple-
mentada em parte pela classe de regra (Rule): cada regra instanciada possui
a posicao no lado direito em que atualmente se encontra o arco.

Um arco mostra até que ponto uma regra foi expandida, indicando a
posicao ja reconhecida da sentenga. Dessa forma, o arco da regra SV;; —
Vi, @ SNy, por exemplo, mostra que os terminais entre 1 e 2 ja foram
reconhecidos.

Para encontrar a probabilidade de cada arvore sintatica, calculamos a prob-
abilidade interna do simbolo a esquerda de cada regra instanciada que se fecha.
Utilizamos para isso uma variacao da equacao 9 da probabilidade interna, sub-
stituindo o calculo do somatorio pelo do méaximo:

(10) Bx(kD) = max = P(Xy =YY [ s

k=Yg, Y
Yp,qEYk,“."'Y Ll

O algoritmo realiza a analise sintatica para cada sentenca do corpus de
teste, da seguinte maneira:
e Coloque na pilha, em ordem inversa, os simbolos terminais da sen-
tenca sendo analisada, instanciados por suas respectivas posicoes na
sentenca
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e Enquanto houver simbolos na pilha:
(1) Remova o simbolo no topo da pilha
(2) Se ele ja esta na pilha, va para a proxima iteragao
(3) Para toda regra da gramatica, ndo-instanciada, que comeca com
esse simbolo, copie esta regra e a instancie, fazendo-a expandir
seu arco uma posicao para a direita, atualizando o indice inferior
do simbolo a esquerda e do primeiro a direita com o indice inferior
do simbolo sob o qual se expandiu o arco, ou seja, do simbolo
retirado da pilha
(4) Para toda regra instanciada da gramaética, em que o simbolo &
direita seguinte ao seu arco ¢ igual ao simbolo retirado da pilha,
com excecao do indice superior, copie essa regra e faga-a expandir
seu arco uma posicao para a direita, atualizando o indice superior
do simbolo coberto pelo arco e o indice inferior do simbolo que
ficou apods o arco, se existir
(5) Caso o arco de alguma regra seja terminado, feche a regra e
— Atualize o indice superior do simbolo & esquerda com o
indice superior do ultimo simbolo & direita (o mesmo do
simbolo retirado da pilha)
— Calcule a probabilidade interna da regra conforme a equacao
10. Se ela for maior que a probabilidade ja encontrada na
matriz de probabilidades, atualize a matriz com a regra e
sua probabilidade
— Adicione o simbolo a esquerda da regra a pilha
e Procure na matriz o simbolo inicial com maior probabilidade, e con-
strua a arvore sintatica de maior probabilidade a partir dele
e Armazene essa arvore em um conjunto, que depois serd usado para
verificar se as arvores encontradas sao as corretas

Caso um simbolo terminal nao seja conhecido pela gramética, isso é, caso
nao exista nenhuma regra derivando esse simbolo, a gramética retorna um
conjunto de regras especiais. Essas regras sao atualizadas para cada terminal

Depois que o algoritmo realiza estes passos para cada sentenga, ele retorna
ao analisador sintatico o conjunto de arvores sintaticas encontradas.



