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ResumoA solu�~ao de muitos algoritmos paralelos para grafos reai no problema do ListRanking. Este problema foi muito estudado para o modelo PRAM. Entretanto,o modelo PRAM n~ao traz resultados satisfat�orios na pr�atia e para o modeloBSP/CGM s~ao enontradas pouas implementa�~oes do List Ranking. Neste tra-balho, analisamos os resultados experimentais enontrados no modelo BSP/CGM.Tamb�em foram implementados dois algoritmos usando o modelo BSP/CGM, ondeum deles �e probabil��stio e requer, om alta probabilidade, log(3p) + log ln(n) =~O(logp + log logn) rodadas de omunia�~ao. O outro �e determin��stio e requerapenas O(log p) rodadas de omunia�~ao. Al�em disso, modi�amos o algoritmodetermin��stio visando a obten�~ao de uma implementa�~ao mais e�iente. Nossaimplementa�~ao alan�ou um desempenho satisfat�orio, e as aelera�~oes alan�adasforam melhores no algoritmo probabil��stio.
AbstractThe solution of many parallel graph algorithms depend on List Ranking. Thisproblem has been extensively studied under the PRAMmodel. The PRAMmodel,however, does not give satisfatory results in pratie and for the BSP/CGMmodelthere are very few implementations of List Ranking. In this work, we analyze theexperimental results for the BSP/CGM. We also implemented two algorithmsusing the BSP/CGM model, one is probabilisti and requires log(3p) + log ln(n)= ~O(log p + log logn) ommuniation rounds with high probability. The otheris a deterministi algorithm and requires only O(log p) ommuniation rounds.Furthermore, we modi�ed the deterministi algorithm to obtain a more eÆientimplementation. Our implementation obtained a satisfatory performane, andthe probabilisti algorithm gave better speedups.
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Caṕıtulo 1

Introdução

Uma lista linear ligada �e uma seq�uênia de n�os tal que ada n�o aponta paraoutro n�o, hamado seu suessor, e n~ao h�a ilo em tal lista. Conveniona-se que o�ultimo n�o aponta pra nil ou para si.O problema de List Ranking onsiste em determinar o rank para todos os n�os,isto �e, a distânia para o �ultimo n�o da lista. Sua importânia se deve ao fato de quemuitos algoritmos paralelos em teoria dos grafos o usam omo uma subrotina, omopodemos ver na Figura 1.1, que sintetiza uma fam��lia de algoritmos relaionadosa partir de t�enias de algoritmos fundamentais [1℄.Figura 1.1: S��ntese de algoritmos paralelos para grafosList Ranking foi um dos problemas bastante estudados no modelo PRAM(Parallel Random Aess Mahine), entretanto as aelera�~oes te�orias n~ao s~aoas mesmas obtidas quando implementados em m�aquinas reais [2℄. O modelo BSP(Bulk-Synhronous Parallel) foi sugerido por Valiant em [11℄ para ser um modeloadequado de paralelismo su�ientemente pr�oximo �as m�aquinas paralelas existentesom mem�oria distribu��da.Baseado neste modelo, foi proposto por Dehne et al. [12℄ o modelo CGM(Coarse Grained Multiomputer) que apresenta muita similaridade om o BSP,por�em �e mais simples, failitando o projeto e an�alise de algoritmos. Ele om-preende um onjunto de p proessadores p1,..., pp om O(n/p) mem�oria loal porproessador e uma rede de omunia�~ao arbitr�aria. Todos os algoritmos onsistemde alternânia entre rodadas de omputa�~ao loal e omunia�~ao global. Cadarodada de omunia�~ao onsiste de roteamento de uma simples h-rela�~ao om h =1



CAP�ITULO 1. INTRODUC� ~AOO(n/p) , isto �e, ada proessador envia e reebe no m�aximo O(n/p) dados [2℄.Enontrar um algoritmo e�iente no modelo CGM �e equivalente �a minimizaro n�umero de rodadas de omunia�~ao bem omo o tempo de omputa�~ao loaltotal.O modelo menionado aima tem sido usado (impliita ou expliitamente) nodesenvolvimento de algoritmos paralelos para v�arios problemas e tem mostradoresultados pr�atios muito bons [2℄.Ao iniiar este trabalho os resultados das implementa�~oes para o problemado List Ranking n~ao eram satisfat�orios, omo se pode observar em [5℄. Durantea elabora�~ao deste trabalho Chan e Dehne em [19℄ apresentaram a mais e�ienteat�e ent~ao. Nesta disserta�~ao foram estudados os algoritmos existentes no modeloCGM para este problema, implementamos dois deles e analisamos os resultados,omparando-os om os obtidos at�e ent~ao. Tamb�em �zemos modi�a�~oes em umdos algoritmos para torn�a-lo mais e�iente.Para isso foi utilizada a bibliotea MPI (Message Passing Interfae) e oomputador paralelo do tipo Beowolf presente no Departamento de Computa�~aodo IME/USP.Al�em desta introdu�~ao, este trabalho est�a dividido em mais 5 ap��tulos. Noap��tulo 2, de�nimos e detalhamos os modelos BSP e CGM e a rela�~ao entre eles.No ap��tulo 3 apresentamos os algoritmos CGM para solu�~ao do PLR (Problemade List Ranking), omparando suas omplexidades. Neste ap��tulo tamb�em de-talhamos os algoritmos que implementamos. No ap��tulo 4 mostramos omo foifeita a implementa�~ao dos algoritmos do ap��tulo anterior resaltando os aspetosmais importantes. No ap��tulo 5 mostramos os resultados experimentais obtidosom a implementa�~ao de algoritmos seguindo o modelo CGM enontrados na li-teratura. Mostramos tamb�em os resultados alan�ados pela nossa implementa�~aoe a ompara�~ao om as anteriores. No ap��tulo 6, apresentamos a onlus~ao destetrabalho.
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Caṕıtulo 2

Modelos Reaĺısticos BSP/CGM

O proessamento paralelo sofre a falta de um modelo que seja amplamenteaeito. Ao �nal dos anos 80, v�arios problemas haviam sido estudados e v�arios limi-tes inferiores e superiores foram demonstrados para esses problemas em diferentesmodelos de omputa�~ao, tais omo mem�oria ompartilhada, hiperubos e grades.Quando esses resultados te�orios eram implementados nas m�aquinas existentes, asaelera�~oes obtidas eram, muitas vezes, desapontadoras. Esses resultados levaram�a ria�~ao de modelos de omputa�~ao paralela om granularidade grossa. Nessesmodelos, o oneito de omputa�~ao paralela �e representado om uma s�erie de su-perpassos, ao inv�es de passos om o envio individual de mensagens ou aessosindividuais �a mem�oria ompartilhada. O BSP e o CGM s~ao exemplos desses mo-delos. Os algoritmos projetados para esses modelos, quando implementados nasm�aquinas existentes, têm obtido aelera�~oes pr�oximas das previstas em resultadoste�orios. Isso faz om que sejam hamados de modelos real��stios [13℄.
2.1 O Modelo BSP (Bulk-Synhronous Parallel)O modelo BSP foi proposto por Valiant [11℄ em 1990 e �e um dos modelosreal��stios mais importantes. Al�em disso, foi um dos primeiros a onsiderar osustos de omunia�~ao e a abstrair as arater��stias de uma m�aquina paralela emum pequeno n�umero de parâmetros. O modelo seq�uenial de Von Neumann servede ponte entre as neessidades de hardware e software da omputa�~ao seq�uenial,sendo essa a raz~ao do seu suesso. O prinipal objetivo do modelo BSP �e ser essaponte para a omputa�~ao paralela e, onseq�uentemente, servir omo um padr~ao.O modelo BSP onsiste na ombina�~ao de três atributos, quais sejam, p pro-3



CAP�ITULO 2. MODELOS REAL�ISTICOS BSP/CGMessadores om mem�oria loal, um roteador que entrega mensagens ponto-a-pontoentre pares de proessadores e failidade de sinroniza�~ao de todos ou apenas umsubonjunto de proessadores.Um algoritmo BSP onsiste em uma seq�uênia de superpassos separados porbarreiras de sinroniza�~ao, omo mostra a Figura 2.1.Figura 2.1: Algoritmo BSPEm um superpasso, a ada proessador �e atribu��do um onjunto de opera�~oesindependentes, onsistindo de uma ombina�~ao de passos de omputa�~ao, usandodados disponibilizados loalmente no in��io do superpasso, e passos de omu-nia�~ao, atrav�es de instru�~oes de envio e reebimento de mensagens. Neste modelo,uma h-rela�~ao em um superpasso orresponde ao envio e/ou reebimento de, nom�aximo, h mensagens em ada proessador. Os valores obtidos em resposta a umamensagem enviada em um superpasso somente poder~ao ser usados no pr�oximo su-perpasso.O modelo possui os seguintes parâmetros:� n: tamanho do problema;� p: n�umero de proessadores dispon��veis, ada um om uma mem�oria loalde tamanho O(n/p);� L: tempo m��nimo de um superpasso;� g: desreve a taxa de e�iênia de omputa�~ao e omunia�~ao, que orres-ponde �a raz~ao entre total de opera�~oes de omputa�~ao loal de todos osproessadores em uma unidade de tempo, e o n�umero total de mensagensenviadas/reebidas em uma unidade de tempo.Os parâmetros L e g s~ao utilizados para alular o usto de omunia�~ao deum algoritmo BSP. O parâmetro L �e o usto de sinroniza�~ao, de forma que adaopera�~ao de sinroniza�~ao ontribui om L unidades de tempo para o tempo totalde exeu�~ao. O parâmetro g est�a relaionado om apaidade de omunia�~ao deuma rede de omputadores. Se o n�umero m�aximo de mensagens enviadas poralgum proessador durante uma troa simples �e h, ent~ao seriam neess�arias at�e ghunidades de tempo para a onlus~ao da troa [6℄. Cada superpasso de um algoritmoBSP possui tempo total de exeu�~ao wi + gh i + L, onde wi = max {L; t1 ; ...; tp},sendo que tj �e o tempo das opera�~oes de omputa�~ao exeutadas pelo proessador j4



CAP�ITULO 2. MODELOS REAL�ISTICOS BSP/CGMno superpasso i e hi = max {L; 1 ; ...; p} onde j �e o tempo das mensagens reebidase/ou enviadas pelo proessador j no superpasso i. Seja T o n�umero de superpassos,teremos:� Custo total de omputa�~oes loais: W =
∑Ti=0 wi� Custo total de omunia�~ao: H =

∑Ti=0 hiDe tudo isso, o usto total de um algoritmo BSP �e dado por W+gH+LT.
2.2 O Modelo CGM(Coarse Grained Multiomputer)O modelo CGM foi proposto por Dehne [12℄ e onsiste em um onjunto dep proessadores, ada um om mem�oria loal de tamanho O(n/p), onde n �e otamanho do problema. Um algoritmo CGM onsiste em uma seq�uênia alternadade rodadas de omputa�~ao e rodadas de omunia�~ao, separadas por uma barreirade sinroniza�~ao, omo mostra a Figura 2.2. Normalmente, durante uma rodadade omputa�~ao �e utilizado o melhor algoritmo seq�uenial para o proessamentodos dados disponibilizados loalmente. Um algoritmo CGM �e um aso espeial dealgoritmo BSP, onde uma rodada de omputa�~ao �e equivalente a um superpassode omputa�~ao no BSP, e o usto total de omputa�~ao �e de�nido analogamente.Uma rodada de omunia�~ao onsiste em uma �unia h-rela�~ao, om h ≤ n/p.Cada proessador envia O(n/p) dados e reebe O(n/p) dados. Toda informa�~aoenviada de um proessador para outro em uma rodada de omunia�~ao �e empao-tada em uma grande mensagem, visando om isso reduzir a sobrearga (overhead)para envio de mensagem. O usto das rodadas de omunia�~ao �e Hn,p = O(n/p).Portanto, o usto total de omunia�~ao de um algoritmo CGM om x rodadas deomunia�~ao �e x × Hn,p. Figura 2.2: Algoritmo CGMA prinipal diferen�a entre os modelos BSP e CGM �e que o CGM permiteapenas um �unio tipo de opera�~ao de omunia�~ao, a h-rela�~ao, e apenas onta on�umero de h-rela�~oes omo sua prinipal medida de usto de omunia�~ao. Umarodada CGM de omputa�~ao/omunia�~ao orresponde a um superpasso do BSPom usto de omunia�~ao g(n/p) (mais o empaotamento) [2℄.5



CAP�ITULO 2. MODELOS REAL�ISTICOS BSP/CGMO usto de um algoritmo CGM �e a soma dos tempos obtidos em termos don�umero total de rodadas de omputa�~ao loal e o n�umero total de rodadas deomunia�~ao.Os algoritmos CGM, quando implementados em multiproessadores atual-mente dispon��veis, omportam-se bem e exibem aelera�~oes similares �aquelas pre-vistas em suas an�alises. Para esses algoritmos, o objetivo �e minimizar o n�umerode superpassos e a quantidade de omputa�~ao loal.
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Caṕıtulo 3

Algoritmos paralelos para ListRanking no modelo CGM

O primeiro algoritmo CGM para PLR foi proposto por Dehne e Song em[4℄. Este �e um algoritmo probabil��stio que requer, om alta probabilidade, nom�aximo log(3p) + log ln(n) = ~O(log p + log logn) 1 rodadas de omunia�~ao (h-rela�~oes om h = ~O(n/p)) e ~O(n/p) omputa�~ao loal, onde p �e o numero deproessadores e n �e o tamanho da lista ligada.Simultaneamente, foi proposta por Dehne e Song em [4℄ uma vers~ao melho-rada que requer, om alta probabilidade, somente r ≤ (4K + 6 ) log(23 p) + 8 =~O(K log p) rodadas de omunia�~ao, onde K = min{i ≥ 0 | ln(i+1)n ≤ (23 p)2i+1 }.Observamos que K < ln∗(n) �e um n�umero extremamente pequeno. Paran ≤ 10 10 100 e p ≥ 4 , o valor de K �e no m�aximo 2. Isto �e, para um dado n�umerode proessadores, p, o n�umero requerido de rodadas de omunia�~ao �e, para todosos prop�ositos pr�atios, independente de n.Depois disso, um novo algoritmo foi proposto por Dehne et al. em [2℄, [3℄.Entretanto, este �e um algoritmo determin��stio. Ele requer O(log p) rodadas deomunia�~ao e O(n/p) omputa�~ao loal, sendo este o algoritmo mais e�ienteenontrado na literatura.Finalmente foi proposto por Sibeyn em [8℄ outro algoritmo determin��stio querequer O(p) rodadas de omunia�~ao.1 ~O(n) denota O(n) \om alta probabilidade". Mais preisamente, X = ~O(f (n)), se e somentese (∀ > 0 > 1 ) Prob fX ≥ f (n)} ≤ 1ng() onde 0 �e uma onstante �xa e g() �e um polimônioem  om g()→∞ para  →∞ [4℄. 7



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGMNeste trabalho implementamos o algoritmo proposto por Dehne e Song [4℄,por ser probabil��stio e por sua simpliidade. Tamb�em foi implementado o algo-ritmo determin��stio de Dehne et al. [2℄, [3℄ o mais e�iente em teoria. A seguir,apresentamos os dois algoritmos.
3.1 Algoritmo ProbabiĺısticoConsidere uma lista ligada de n elementos, distribu��dos igualmente em p pro-essadores, de maneira arbitr�aria. Cada proessador tem portanto n/p elementos.Al�em disso, ada proessador armazena uma parela de uma amostra de n/pelementos, extra��dos dos elementos originais de modo aleat�orio. Os elementosamostrados ser~ao denominados pivôs. A Figura 3.1 mostra uma lista om algunselementos esolhidos omo pivôs.

- - - - - - - - - - -

1 2 3 4 5 6 7 8 9 10 11 12
Elemento amostrado hamado pivôFigura 3.1: Uma lista linear om pivôs esolhidosEm Dehne [4℄ demonstra-se que a m�axima distânia m entre dois pivôs on-seutivos n~ao �e maior que 3p ln(n), om alta probabilidade. Em outras palavras,Probabilidade {m ≥ 3p ln(n)} ≤ 1n ,  > 2Vamos iniialmente estabeleer algumas nomenlaturas. Considere uma listalinear S de n elementos. Seja um onjunto aleat�orio S ′ ⊂ S de pivôs. Paraada x ∈ S seja nextPivot(x ,S ′) o pivô mais pr�oximo �a direita de x na listaS . Sem perda de generalidade, vamos supor que o �ultimo elemento de S , λ, �esempre esolhido omo pivô e seja nextPivot(λ,S ′) = λ. Note que para x 6= λ,nextPivot(x ,S ′) 6= x .Seja distToPivot(x ,S ′) a distânia entre x e nextPivot(x ,S ′) na lista S . Oproblema de \List Ranking Modi�ado" para S om respeito a S ′ �e o seguinte:Determinar para ada x ∈ S seu pr�oximo pivô, nextPivot(x ,S ′), bem omo adistânia distToPivot(x ,S ′). 8



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGMPodemos agora desrever o algoritmo:1. Seleione um onjunto aleat�orio de um total de n/p pivôs: Cada proessadorpi onsidera ada um de seus n/p elementos, esolhendo-o omo pivô omprobabilidade 1/p.2. Todos os proessadores resolvem oletivamente o subproblema de List RankingModi�ado que determina, para ada elemento x da lista, nextPivot(x ,S ′)e distToPivot(x ,S ′).3. Usando troa ompleta, os valores nextPivot e distToPivot para todos ospivôs x ∈ S ′ s~ao enviados a todos os proessadores.4. Usando os dados reebidos no passo 3, ada proessador pi pode resolver oproblema de List Ranking para os elementos armazenados em pi seq�uenial-mente.A prova de que o algoritmo requer, om alta probabilidade, log(3p) + log ln(n)= ~O(logp + log logn) rodadas de omunia�~ao �e apresentada a seguir onforme[4℄. Primeiramente vamos estudar uma amostra aleat�oria em uma lista ligada.Considere uma lista ligada om um onjunto S de n elementos. Mostraremosque se n�os seleionarmos n/p elementos aleat�orios (pivôs) de S, ent~ao om altaprobabilidade, estes pivôs ir~ao dividir S em sublistas ujo tamanho m�aximo �elimitado por 3p ln(n).Lema 1. xk ≥ n elementos esolhidos aleatoriamente de S (pivôs) partiionaa lista S em sublistas Si, tal que o tamanho da maior sublista �e no m�aximo n/xom probabilidade de no m��nimo 1 − 2x (1 − 12x )xk .Prova. Suponha que os elementos de S s~ao ordenados por seus ranks. Estalista ordenada pode ser vista omo 2x segmentos de tamanho n2x . Se todo segmentoont�em no m��nimo um pivô, ent~ao max1≤j≤xk |Sj | ≤ nx . Considere um segmento.Como os pivôs s~ao esolhidos aleatoriamente, a probabilidade de que um pivôespe���o n~ao esteja no segmento �e de (1 − 12x ). Como xk pivôs s~ao seleionadosindependentemente, a probabilidade de que nenhum pivô esteja no segmento �e
(1 − 12x )xk . Portanto, mesmo assumindo exlus~ao m�utua, a probabilidade de queexista um segmento que n~ao ontenha nenhum pivô �e no m�aximo 2x (1 − 12x )xk .Assim, todo segmento ont�em no m��nimo um pivô om probabilidade de no m��nimo1 − 2x (1 − 12x )xk . 9



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGMCorol�ario 1. xk ≤ n pivôs esolhidos aleatoriamente partiionam a lista Sem xk + 1 sublistas Si , tal que existe uma sublista Si de tamanho maior que  nxom probabilidade de no m�aximo 2x (1 − 2x )xk ≤ 2x e−12 k .Lema 2. Considere xk ≤ n pivôs esolhidos aleatoriamente que partiionamS em xk + 1 sublistas Si , e seja m = max0≤i≤xk |Si |. Se k ≥ ln(x ) + 2 ln(n) ent~aoProb{m >  nx } ≤ 1n ,  > 2 .Prova. O Corol�ario 1 implia que Prob{m >  nx } ≤ 2x e−12 k .N�os observamos que, para  > 2 ,ln(x ) + 2 ln(n) ≤ k ⇒2 ln(2x ) + 2 ln(n) ≤ k ⇒ln(2x ) +  ln(n) ≤ k2 ⇒2x n ≤ e k2 ⇒Prob{m >  nx } ≤ n− .Teorema 1. n/p pivôs esolhidos aleatoriamente partiionam S em np + 1sublistas Sj om m = max0≤j≤p |Sj | tal que Prob{m ≥ 3p ln(n)} ≤ 1n ,  > 2 .Prova. Seja x = n3p ln(n)
, k = ln(x ) + 2 ln(n) = 3 ln(n) − ln(3p ln(n)). Ent~aoxk = np 3 ln(n)−ln(3p ln(n))3 ln(n)

≤ np , e Teorema 1 segue do Lema 2.Agora, para provarmos o Passo 1 do algoritmo, rea��mos no seguinte:Lema 3. Considere uma vari�avel aleat�oria X om distribui�~ao binomial. Sejan o n�umero de possibilidades, onde ada uma �e suesso om probabilidade q.A expetativa de X �e E(X ) = nq e Prob{X > nq} ≤ e−12 (−1)2nq , para qualquer > 1 .Para a implementa�~ao do Passo 2, simplesmente simula-se a t�enia do pointerjumping. (Para todo o x em paralelo: WHILE next(x ) 6= nextPivot(x ,S ′) DOnext(x ) := next(next(x )).) Do Teorema 1 segue que, om alta probabilidade,m(S ,S ′) ≤ 3p ln(n). Portanto, o Passo 2 requer, om alta probabilidade, nom�aximo log(3p ln(n)) = log(3p) + log ln(n) rodadas de omunia�~ao. O passo 3requer 1 rodada de omunia�~ao e o Passo 4 �e imediato. Em resumo, obt�em-se:Teorema 2. O Algoritmo probabil��stio resolve o problema do List Ranking,usando, om alta probabilidade, no m�aximo 1 + log(3p) + log ln(n) rodadas deomunia�~ao e ~O(n/p) omputa�~ao loal.10



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGMObserva-se que, se np ≤ e(3p)α para algum α > 1 ent~ao,ln(n) ≤ ln(p) + (3p)α⇒log ln(n) ≤ log(ln(p) + (3p)α) ≤ log(2 (3p)α)⇒log ln(n) ≤ 1 + α log(3p)⇒log(3p) + log ln(n) ≤ 1 + (α + 1 ) log(3p).Isto implia queCorol�ario 2. Se np ≤ e(3p)α , para alguma onstante α > 1 , ent~ao o n�umero derodadas de omunia�~ao requeridas pelo Algoritmo Probabil��stio �e limitado por2 + (α + 1 ) log(3p) = ~O(log(p)).
3.2 Algoritmo DetermińısticoAntes do algoritmo propriamente dito �e neess�ario fazer algumas de�ni�~oes.Seja L uma lista ligada om n elementos representada por s [1 · · ·n ]. Paraada i ∈ {1 · · ·n}, s [i ] �e um ponteiro para o suessor de i na lista L. O �ultimoelemento da lista L, λ �e aquele onde s [λ] = λ. Denominamos i e s [i ] por vizinhos.A distânia entre i e j, dL(i , j ), �e o n�umero de n�os em L entre i e j mais um. Oproblema de List Ranking onsiste em alular para ada i ∈ L a distânia entrei e λ, referido omo rankL(i) = dL(i , λ).Cada proessador reebe iniialmente n/p elementos da lista om seus respe-tivos ponteiros.Um r-ruling set L' de L �e de�nido omo um subonjunto de elementos se-leionados de L om as seguintes arater��stias: (1) Dois vizinhos nuna s~aoseleionados. (2) A distânia de qualquer elemento n~ao seleionado ao pr�oximoelemento seleionado �e no m�aximo r.

Algoritmo List Ranking determińısticoEntrada: Uma lista ligada L de omprimento n onde ada proessador ar-mazena n/p elementos i ∈ L e seus respetivos ponteiros s [i ]. Sa��da: Para adaelemento i seu rank rankL(i) em L.1. Calular O(p2 )-ruling set R om |R| = O(n/p) omo desrito no algoritmoabaixo. 11



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGM2. Fazer um broadast de R para todos os proessadores.3. Calular seq�uenialmente em ada proessador o List Ranking de R, isto �ealular para ada j ∈ R seu rankL(j ) em L.4. Obter para ada elemento da lista i ∈ L−R sua distânia dL(i , sR[i ]) parao pr�oximo elemeno sR[i ] em R atrav�es do pointer jumping.5. Calular em ada proessador os ranks dos seus elementos i ∈ L−R om:rankL(i) = dL(i , sR[i ]) + rankL(sR[i ]).A parte dif��il do algoritmo �e a omputa�~ao de um O(p2 )-ruling set R detamanho O(n/p) que mostraremos no algoritmo a seguir. Dado um O(p2 )-rulingset a prova de que o algoritmo funiona �e imediata. Observamos tamb�em que ospassos de 2 a 5 podem ser implementdados em O(log p) rodadas de omunia�~aoom O(n/p) omputa�~ao loal por rodada.De�nimos um intervalo-s de omprimento k omo uma seq�uênia I = (i1 , ..., 1k)de elementos da lista om s [ij ] = ij+1 , 1 ≤ j ≤ k − 1 .Para alular o O(p2 )-ruling set ada elemento de L deve ser rotulado om o��ndie do proessador. Assim, L(i) �e o n�umero do proessador onde i se enontra.Temos, portanto, no m�aximo p r�otulos.
Algoritmo para calcular um O(p2 )-ruling setEntrada: Uma lista ligada L de omprimento n onde ada proessador ar-mazena n/p elementos i ∈ L e seus respetivos ponteiros s [i ]. Sa��da: Um onjuntode n�os seleionados de L representando O(p2 )-ruling set de tamanho O(n/p).1. Marar todos os elementos da lista omo n�os n~ao seleionados.2. Para todo i ∈ L fazer em paraleloSe L(i) < L(s [i ]) > L(s [s [i ]]) ent~aomarar s[i℄ omo seleionado3. Seq�uenialmente, em ada proessador, proessar as sublistas de elemen-tos subsequentes que est~ao armazenados no mesmo proessador. Para adasublista, marar todo segundo elemento. Se a sublista tem somente doiselementos, e ambos os vizinhos n~ao possuem um r�otulo menor, marar oselementos da sublista omo n~ao seleionados.4. Para k = 1 · · · log p fazer 12



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGM4.1. Para todo elemento i ∈ L fazer em paraleloSe s [i ] �e n~ao seleionado ent~aos [i ]← s [s [i ]].4.2. Para todo elemento i ∈ L fazer em paraleloSe (i , s [i ], s [s [i ]] s~ao seleionados) e not (L(i) < L(s [i ]) > L(s [s [i ]])) e(L(i) 6= L(s [i ])) e (L(s [i ]) 6= L(s [s [i ]])) ent~aomarar s[i℄ omo n~ao seleionado.4.3. Seq�uenialmente, em ada proessador, proessar as sublistas de ele-mentos seleionados subseq�uentes da lista que est~ao armazenados nomesmo proessador. Para ada sublista marar todo segundo elementoomo n~ao seleionado. Se a sublista tem apenas dois elementos e ambosos vizinhos n~ao possuem r�otulos menores, ent~ao marar ambos elemen-tos da lista omo n~ao seleionados.5. Marar o �ultimo elemento omo seleionado.O Teorema 3 garante a omplexidade do algoritmo no modelo CGM paraomputar o List Ranking. Sua demostra�~ao est�a desrita a seguir onforme [2℄.Primeiro provaremos que o onjunto de elementos seleionados no �nal doalgoritmo que alula O(p2 )-ruling set tem tamanho m�aximo O(n/p).Lema 4. Ap�os a k-�esima itera�~ao no passo 4, n~ao h�a mais que dois elementosseleionados em qualquer intervalo-s de omprimento 2 k na lista original L.Prova. Por indu�~ao em k. O Lema �e trivial para k = 1 . Seja S um intervalo-sde omprimento 2 k para a lista original L e sejam S1 e S2 a primeira e a segundametade de S, respetivamente. Assuma que depois da itera�~ao k − 1 no passo 4, S1e S2 ont�em no m�aximo dois elementos seleionados ada. Denote por e1 , ..., e4 osquatro elementos (no m�aximo) seleionados ordenados em rela�~ao �a L. Observe quea distânia entre estes elementos, em rela�~ao �a L, �e no m�aximo 2 k . Considere agoraa itera�~ao k no passo 4. Ap�os o passo 4.1, quaisquer dois elementos seleionadostêm a distânia m�axima de 2 k e os elementos n~ao-seleionado entre eles (omrela�~ao �a L) est~ao diretamente onetados por uma liga�~ao que �e representadapelo vetor s atual. Portanto, s [e1 ] = e2 , s [e2 ] = e3 , s [e3 ] = e4 . Note que h�a, nom�aximo, quatro asos poss��veis (n~ao sim�etrios) para apliar os passos 4.2 e 4.3para e1 , ..., e4 . Se e1 , ..., e4 s~ao dois a dois distintos, ent~ao somente o passo 4.2 �eapliado. Se e1 , ..., e4 s~ao todos iguais, ent~ao o passo 4.3 �e apliado. Se e1 , ..., e3s~ao dois a dois distintos e e3 = e4 , ent~ao o passo 4.2 �e apliado para e1 , ..., e3 e opasso 4.3 para e3 , e4 . O outro aso poss��vel �e e1 6= e2 = e3 6= e4 . Ent~ao o passo4.2 �e apliado para e1 e e4 , e o passo 4.3 �e apliado para e2 e e3 . Em qualquer13



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGMaso, depois dos passos 4.2 e 4.3, no m�aximo dois elementos em e1 , ..., e4 aindaestar~ao seleionados.Agora provaremos que elementos subseq�uentes seleionados no �nal do Algo-ritmo de �alulo do O(p2 )-ruling set têm a distânia m�axima de O(p2 ) na listaoriginal L. Primeiro preisamos do seguinte.Lema 5. Depois de ada exeu�~ao do passo 4.3, a distânia (om rela�~ao aovetor s atual) entre dois elementos subseq�uentes seleionados �e no m�aximo O(p).Prova. Considere dois elementos subseq�uentes seleionados e1 e e2 . H�a trêsasos poss��veis: (1) e1 , e2 e todos os elementos entre eles, em rela�~ao �a s, têmo mesmo r�otulo. (2) Para e1 , e2 e todos os elementos entre eles, em rela�~ao �as, qualquer par de elementos onseutivos possuem r�otulos diferentes. (3) O asomisturado onde alguns pares de elementos subsequentes têm o mesmo r�otulo. Noteque no aso (3) �e imposs��vel para três ou mais elementos onseutivos tenham omesmo r�otulo, porque um deles ser�a um elemento seleionado (passo 4.3). No aso(1) a distânia entre e1 e e2 �e, no m�aximo 2, por ausa do passo 4.3. No aso (2),devido ao esquema para rotular os elementos, h�a no m�aximo p r�otulos diferentes.Portanto, por [21℄, a distânia �e, no m�aximo, O(p). O aso (3) �e equivalente aoaso (2) exeto por um fator de dois.Lema 6. Ap�os a k-�esima exeu�~ao do passo 4.3, dois vizinhos-s om respeitoao vetor s atual têm distânia O(2 k ) om respeito �a lista original L.Prova. Conseq�uênia do fato de que somente k opera�~oes pointer jumpingforam efetuadas no passo 4.1.Lema 7. A distânia entre quaisquer dois elementos subseq�uentes seleionados�e, no m�aximo, O(p2 ) om respeito �a lista original L.Prova. Segue dos Lemas 5 e 6.Lema 8. Em um modelo CGM om p proessadores e O(n/p) mem�oria loalpor proessador, n/p ≥ pǫ(ǫ > 0), o algoritmo determin��stio alula um O(p2 )-ruling set de tamanhoO(n/p) em O(log p) rodadas de omunia�~ao om O(n/p)omputa�~ao loal por rodada.Prova. Corretude do algoritmo que alulaO(p2 )-ruling set segue dos Lemas4 a 7. Para n/p ≥ pǫ, o algoritmo de ordena�~ao em [22℄ requer O(1 ) rodadas omO(n/p) omputa�~ao loal por rodada. A omunia�~ao utilizada pelo algoritmoonsiste de duas ordena�~oes globais para os passos 2 e 3, e 3 log p ordena�~oesglobais para o passo 4. Toda omputa�~ao loal em ada passo pode ser exeutada14



CAP�ITULO 3. ALGORITMOS PARALELOS PARA LIST RANKING NOMODELO CGMem tempo linear.Em resumo, obt�em-seTeorema 3. O problema do List Ranking para uma lista ligada om n elemen-tos pode ser resolvido no modelo CGM om p proessadores e O(n/p) mem�orialoal por proessador, n/p ≥ pǫ(ǫ > 0), em O(log p) rodadas de omunia�~ao eO(n/p) omputa�~ao loal por rodada.
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Caṕıtulo 4

Implementações

Implementamos os algoritmos desritos no ap��tulo 3 utilizando a linguagemC e a bibliotea MPI (Message Passsing Interfae).Os programas desenvolvidos no presente trabalho seguem o modelo SPMD(Single Program Multiple Data), no qual ada proesso exeuta o mesmo pro-grama om dados distintos. Todos os nossos programas reebem omo entrada umarquivo ontendo uma lista ligada a qual desejamos determinar o List Ranking.O arquivo de entrada tamb�em fornee o in��io da lista. Iniialmente um dos pro-essos lê toda a lista e distribui igualmente entre os proessadores. O tempo deleitura e distribui�~ao de dados de entrada n~ao �e inluido na ontagem do tempodos programas. Para podermos analisar o desempenho dos programas paralelos,foi implementada uma vers~ao seq�uenial do List Ranking. A ontagem de tempodos programas paralelos �e feita pela fun�~ao MPI Wtime do MPI. Para que hou-vesse oerênia entre as medidas de tempo seq�uenial e paralelo, utilizamos abibliotea MPI tamb�em no programa seq�uenial, de forma que pud�essemos uti-lizar a fun�~ao MPI Wtime para omputar o tempo do programa. Desta forma oprograma seq�uenial utiliza a bibliotea MPI, mas n~ao utiliza as primitivas de o-munia�~ao, e logiamente �e exeutado por apenas um proesso, sendo que a �uniafun�~ao da bibliotea MPI nesse programa �e omputar o tempo. A mesma entrada�e usada no programa seq�uenial, e o tempo de leitura da lista ligada tamb�em n~ao�e onsiderado. As listas ligadas que serviram de entrada para os programas foramgeradas de forma aleat�oria.Utilizamos um sistema de proessamento paralelo do tipoBeowulf do Institutode Matem�atia e Estat��stia da USP. O objetivo do Beowulf do IME �e forneeruma plataforma de omputa�~ao de alto desempenho para o desenvolvimento deferramentas omputaionais utilizadas em aplia�~oes de bioinform�atia. Por isso,16



CAP�ITULO 4. IMPLEMENTAC� ~OESo sistema ganhou o nome de Biowulf/IME.O Biowulf/IME �e formado por 16 AMD PCs, onetados por uma have(swith) Fast Ethernet 100Mbit/seg. ONode 1 �e o servidor e seu nome �e tiramisu.ime.usp.brpara o aesso externo. O sistema est�a onetado �a rede do IME via Ethernet100Mbit/seg. Cada AMD PC �e basiamente on�gurado omo segue [20℄.� Proessador: 1.2 GHz AMD Thunderbird Athlon, 256KB L2 ahe.� Mem�oria: 768MB PC 133 SDRAM.� Diso: 30.73GB ATA100 7200 RPM HD Deskstar 756GXP DLT-307030 IBM.� Sistema Operaional: Debian Linux 2.2.19.Utilizamos o ompilador GNU g 2.95.2-13 e o software MPI-LAM.
4.1 Implementação do Algoritmo ProbabiĺısticoVamos, nessa se�~ao, detalhar os aspetos onsiderados mais importantes emada passo na implementa�~ao do algoritmo probabil��stio de Dehne e Song [4℄.No primeiro passo, seleionamos omo pivô os primeiros np2 elementos de adaproessador. Isto s�o foi poss��vel porque onsideramos que a lista ligada �e geradaaleatoriamente. Com isso, a exeu�~ao do algoritmo �a mais r�apida, uma vez quen~ao �e neess�ario fazer o sorteio dos pivôs. O primeiro e o �ultimo elemento da listatamb�em s~ao tratados omo pivôs.O passo 2, o qual alula o list ranking modi�ando, �e resolvido utilizando-sea t�enia do pointer jumping. Um vetor auxiliar �e usado para guardar o suessordo suessor de ada elemento. A atualiza�~ao destes dados �e feita utilizando-se afun�~ao MPI Alltoallv, que realiza a omunia�~ao de todos os proessos entre si.No passo 3, o algoritmo sugere troa ompleta dos valores de NextPivot eDistToPivot para todos os pivôs. Isto poderia ser implementado om a fun�~aoMPI Allgather para os dois onjuntos de valores. Entretando, visando minimizaro tempo de omunia�~ao e onseq�uentemente de exeu�~ao do programa, enviamosos valores de NextPivot e DistToPivot somente para um proessador. Depois, al-ulamos o list ranking para os pivôs somente neste proessador. Como o primeiroelemento da lista foi marado om pivô, n~ao preisamos desobrir o in��io da lista17



CAP�ITULO 4. IMPLEMENTAC� ~OESdos pivôs. Ap�os omputar enviamos o list ranking dos pivôs para os demais pro-essadores. Finalmente, no passo 4, ada proessador resolve o PRL para seuselementos seq�uenialmente.
4.2 Implementações do Algoritmo DetermińısticoA diferen�a fundamental entre o algoritmo determin��stio e probabil��stio est�ana determina�~ao dos elementos esolhidos omo pivô.Foram implementadas duas vers~oes do algoritmo determin��stio. A primeiradelas segue exatamente os passos do algoritmo proposto por Dehne et al. [2℄, [3℄.Na outra vers~ao realizamos altera�~oes no �alulo do ruling set que detalhamos aseguir.Para o �alulo do O(p2 )-ruling set o passo 3 do algoritmo original proessaas sublistas de elementos subseq�uentes que est~ao armazenados no mesmo proes-sador. Para ada sublista, �e marado todo segundo elemento. Se a sublista temsomente dois elementos e ambos vizinhos n~ao possuem um r�otulo menor, s~ao mar-ados os elementos da sublista omo n~ao seleionados. Alteramos este passo n~aomarando todo segundo elemento e sim todo p-�esimo elemento. Tamb�em n~aofazemos tratamento algum se a sublista tem somente dois elementos.O passo 4.3 do algoritmo �e: Seq�uenialmente, em ada proessador, proessaras sublistas de elementos seleionados subseq�uentes da lista que est~ao armazenadosno mesmo proessador. Para ada sublista marar todo segundo elemento omon~ao seleionado. Se a sublista tem apenas dois elementos e ambos os vizinhosn~ao possuem r�otulos menores, ent~ao marar ambos elementos da lista omo n~aoseleionado. Este passo n~ao �e exeutado na vers~ao modi�ada.Os demais passos dos algoritmos determin��stio e determin��stio modi�ados~ao iguais. Os resultados destas altera�~oes s~ao apresentados no ap��tulo 5.
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Caṕıtulo 5

Resultados Experimentais

Pouos artigos lidam om a parte de implementa�~ao do PLR. Reid-Millerem [17℄ apresenta uma implementa�~ao para o Cray C-90 de diferentes algoritmosPRAM que d~ao bons resultados, entretanto estas implementa�~oes s~ao espe���aspara esta m�aquina [5℄. Dehne e Song em [4℄ realizam algumas simula�~oes, mas elessomente mostram os resultados em rela�~ao ao n�umero de rodadas de omunia�~ao.Santana et al. em [6℄ mostra a esalabilidade do algoritmo probabil��stio deDehne e Song. Entretanto, Santana em [7℄ n~ao obt�em uma implementa�~ao omaelera�~oes favor�aveis.Sibeyn em [14℄ e Sibeyn et al. em [15℄ mostram v�arios algoritmos para PLRom t�enias derivadas do PRAM e outras novas. Eles ajustam seus algoritmosde aordo om a rede de interonex~ao do Intel Paragon. Os resultados s~ao bons epromissores desde que mais de dez proessadores sejam usados. Nestes trabalhosas implementa�~oes s~ao espe���as para a rede de interonex~ao da m�aquina alvo en~ao pareem ser port�aveis [5℄.Gustedt et al. apresenta em [5℄ dois algoritmos, um determin��stio e outroprobabil��stio.O algoritmo determin��stio est�a baseado em duas id�eias dadas por algoritmosPRAM. A b�asia e primeira t�enia, hamada de pointer-jumping, foi menionadapor Wyllie em [16℄. A segunda t�enia PRAM usada �e um k-ruling-set apresentadapor Cole e Vishkin em [18℄.No probabil��stio, a t�enia empregada �e onheida por onjuntos indepen-dentes, omo desrita em [10℄. 19



CAP�ITULO 5. RESULTADOS EXPERIMENTAISAs Figuras 5.1 e 5.2 referem-se �as implementa�~oes de Gustedt [5℄. A Figura5.1 mostra o tempo de exeu�~ao por elemento em fun�~ao do tamanho da lista parao algoritmo determin��stio, enquanto a Figura 5.2 para o algoritmo probabil��stio.Figura 5.1: Tempo de exeu�~ao por elemento para o algoritmo determin��stioFigura 5.2: Tempo de exeu�~ao por elemento para o algoritmo probabil��stioO algoritmo determin��stio �e sempre mais lento do que o seq�uenial. Parao algoritmo probabil��stio, a partir de 9 proessadores, o algoritmo paralelo setorna mais r�apido que o seq�uenial. Em ambos os asos o tempo de exeu�~aoparalelo derese om o n�umero de proessadores empregados. As aelera�~oes s~aode qualquer modo pequenas, uma vez que para 12 proessadores, por exemplo, aaelera�~ao obtida �e igual a 1.3 [5℄.Sibeyn em [8℄ apresenta um trabalho que possui resultados experimentais parao PLR. Neste trabalho, um novo algoritmo one-by-one leaning, que realiza O(p)rodadas de omunia�~ao, �e implementado.Para onseguir bons resultados, a id�eia �e reduzir o n�umero de start-ups. Paraisso, reduz-se o n�umero de roteamento durante o envio das mensagens.Esse experimento �e realizado em um Intel Paragon. O Paragon �e um om-putador paralelo om uma rede de interonex~ao tipo grid. Para n ≥ 250000 ,onde n �e o n�umero de elementos da lista, o algoritmo �e mais r�apido do que oseq�uenial [8℄.O algoritmo tem um melhor desempenho para valores mais modestos de p(n�umero de proessadores). Por exemplo:Para p = 36 e k = 2 14 , obt�em-se uma aelera�~ao de 5.3 [8℄.Por �utimo, enontramos o trabalho de Chan e Dehne em [19℄. Neste tra-balho, implementou-se o algoritmo determin��stio de [2℄, [3℄ que apresentamosnesta disserta�~ao no ap��tulo 3. Seus estudos experimentais foram realizados emduas plataformas paralelas: THOG e ULTRA. O luster THOG onsiste de p = 64n�os, ada um om dois proessadores Xeon. Os n�os s~ao interonetados via have(swith) usando Ethernet Gigabit. A plataforma ULTRA �e uma rede de esta�~oesde trabalho onsistindo de p = 10 Sun Spar Ultra 10. Os n�os s~ao interonetadosvia Fast Ethernet usando have (swith) de 100Mb.20



CAP�ITULO 5. RESULTADOS EXPERIMENTAISFigura 5.3: Curvas dos tempos observados para o algoritmo determin��stio naplataforma THOGOs desempenhos em ada plataforma podem ser observados na Figura 5.3 e naFigura 5.4. Infelizmente, na Figura 5.3 n~ao foi apresentado o tempo do algoritmoseq�uenial, inviabilizando o �alulo da aelera�~ao. De qualquer forma, observamosque o tempo de exeu�~ao em ambas as �guras diminui om o aumento do n�umerode proessadores.Figura 5.4: Curvas dos tempos observados para o algoritmo determin��stio naplataforma ULTRA
5.1 Resultados Obtidos Neste TrabalhoNesta se�~ao, apresentamos os tempos, em segundos, obtidos om as nossasimplementa�~oes do algoritmo probabil��stio de Dehne e Song [4℄, do algoritmodetermin��stio de [2℄, [3℄ e por �ultimo os resultados da sua vers~ao modi�ada.Cada gr�a�o mostra os tempos de um determinado programa para uma quantidadede elementos de entrada, assim podemos observar omo o programa se omportaem ada situa�~ao. Cada um dos tempos apresentados representa a m�edia entre 3tempos mensurados. Foram utilizadas omo entrada listas ligadas de tamanho n= 1M, n = 8M, n = 16M e n = 32M. O n�umero de proessadores p utilizadospara os algoritmos paralelos foram 2, 4 e 8.
5.1.1 Resultados do Programa ProbabiĺısticoNesta subse�~ao, apresentamos os tempos, em segundos, obtidos om a nossaimplementa�~ao do algortimo probabil��stio de Dehne e Song [4℄.Na Figura 5.5 observamos que o algoritmo seq�uenial �e mais r�apido que oalgoritmo paralelo para qualquer n�umero de proessadores. Al�em disso o tempode exeu�~ao para p = 8 �e pior que para p = 4. Isso se deve ao fato do tamanhoda entrada, n = 1M, n~ao ser su�ientemente grande para ompensar o tempo deomunia�~ao. 21
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Figura 5.5: Curvas dos tempos observados para o algoritmo probabil��stio omentrada n = 1M.Na Figura 5.6, n = 8M, o tempo de proessamento paralelo diminui om oaumento do n�umero de proessadores. Para p = 4 e p = 8 o algoritmo paralelo �emais r�apido que o seq�uenial.Na Figura 5.7, n = 16M, o tempo de proessamento paralelo tamb�em diminuiom o aumento do n�umero de proessadores. As respetivas aelera�~oes podemser observadas na Figura 5.8.Por �ultimo, temos a entrada om n = 32M, na Figura 5.9 notamos que otempo de proessamento seq�uenial e de proessamento paralelo para n = 2 �epratiamente o mesmo. Para maiores valores de p o tempo paralelo diminui. AFigura 5.10 representa as aelera�~oes obtidas. Para p = 8 a aelera�~ao �e, aproxi-madamente, 2,21.
5.1.2 Resultados do Programa DetermińısticoNesta subse�~ao, apresentamos os tempos, em segundos, obtidos om a nossaimplementa�~ao do algoritmo determin��stio de Dehne el al. [2℄, [3℄.Para valores de n = 1M e n = 8M o algoritmo seq�uenial �e mais r�apido queo algoritmo paralelo.Na Figura 5.13, n = 16M, observamos que o algoritmo paralelo �e mais r�apidoque o seq�uenial somente para p = 8. 22
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Figura 5.6: Curvas dos tempos observados para o algoritmo probabil��stio omentrada n = 8M.Por �ultimo, na Figura 5.14, n = 32M, o algoritmo paralelo �e mais r�apido queo seq�uenial para p = 4 e p = 8. As aelera�~oes, que est~ao representadas na Figura5.15, s~ao menores que no algoritmo probabil��stio para o mesmos valores de n e p.
5.1.3 Resultados do Programa Determińıstico ModificadoNesta subse�~ao, apresentamos os tempos, em segundos, obtidos om a imple-menta�~ao da vers~ao que modi�amos do algoritmo determin��stio de Dehne el al.[2℄, [3℄.Para n = 1M o algoritmo seq�uenial �e mais r�apido que o algoritmo deter-min��stio modi�ado. Entretanto para n = 8M, diferentemente, do que oorreentre o algoritmo dertemin��stio de [2℄, [3℄ e o algoritmo seq�uenial, o algoritmodetermin��stio modi�ado, om p = 8, �e um pouo mais r�apido que o seq�uenial,omo podemos observar na Figura 5.17.Com n = 16M, observamos na Figura 5.18 que o algoritmo paralelo modi�ado�e mais r�apido que o seq�uenial para p = 8 e um pouo mais lento para p = 4.Finalmente, para n = 32M (Figura 5.19), o algoritmo paralelo modi�ado�e mais r�apido que o seq�uenial para p = 4 e p = 8. As aelera�~oes podem serobservadas na Figura 5.20.Em todos os asos o tempo de exeu�~ao do algoritmo determin��stio modi�-ado �e menor que o tempo de exeu�~ao do algoritmo determin��stio.23
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Figura 5.7: Curvas dos tempos observados para o algoritmo probabil��stio omentrada n = 16M.A Figura 5.21 apresenta a ompara�~ao entre as aelara�~oes obtidas em adaum dos algoritmos implementados para uma entrada de n = 32M.
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Figura 5.8: Aelera�~oes (speedups) obtidas para o algoritmo probabil��stio omentrada n = 16M.
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Figura 5.9: Curvas dos tempos observados para o algoritmo probabil��stio omentrada n = 32M.
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Figura 5.10: Aelera�~oes (speedups) obtidas para o algoritmo probabil��stio omentrada n = 32M.
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Figura 5.11: Curvas dos tempos observados para o algoritmo determin��stio omentrada n = 1M.
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Figura 5.12: Curvas dos tempos observados para o algoritmo determin��stio omentrada n = 8M.
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Figura 5.13: Curvas dos tempos observados para o algoritmo determin��stio omentrada n = 16M.
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Figura 5.14: Curvas dos tempos observados para o algoritmo determin��stio omentrada n = 32M.
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Figura 5.15: Aelera�~oes (speedups) obtidas para o algoritmo determin��stio omentrada n = 32M.
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Figura 5.16: Curvas dos tempos observados para o algoritmo determin��stio mo-di�ado om entrada n = 1M.
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Figura 5.17: Curvas dos tempos observados para o algoritmo determin��stio mo-di�ado om entrada n = 8M.
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Figura 5.18: Curvas dos tempos observados para o algoritmo determin��stio mo-di�ado om entrada n = 16M.
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Figura 5.19: Curvas dos tempos observados para o algoritmo determin��stio mo-di�ado om entrada n = 32M.
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Figura 5.20: Aelera�~oes (speedups) obtidas para o algoritmo determin��stio mo-di�ado om entrada n = 32M.
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Figura 5.21: Aelera�~oes (speedups) obtidas para ada algoritmo om entrada n= 32M.
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Caṕıtulo 6

Conclusão

List Ranking �e um importante problema b�asio utilizado por uma grandelasse de algoritmos [1℄.Este problema foi bastante estudado para o modelo PRAM. Embora o mo-delo PRAM seja muito onheido, ele n~ao �e adequado para as m�aquinas paralelasreais, isto porque, o modelo n~ao onsidera o alto usto de omunia�~ao entre osproessadores. Portanto, muitos algoritmos teoriamente e�ientes para o mo-delo PRAM n~ao produzem o desempenho esperado quando implementados emm�aquinas paralelas reais.Para resolver este problema foram propostos os modelos real��stios omo oBSP e o CGM om a inten�~ao de modelar um algoritmo que tivesse resulta-dos te�orios pr�oximos aos resultados pr�atios. O modelo CGM �e mais simples(simpli�a os ustos de omunia�~ao), failitando, assim, o desenvolvimento dealgoritmos.Para o problema do List Ranking, diferentemente do algoritmo seq�uenial,que pode ser resolvido de forma e�iente, o algoritmo paralelo na maioria dosasos, n~ao leva a uma implementa�~ao e�iente [5℄.Implementamos o algoritmo probabil��stio de Dehne e Song [4℄ que requerom alta probabilidade, log(3p) + log ln(n) = ~O(log p + log logn) rodadas de o-munia�~ao e ~O(n/p) omputa�~ao loal. Tamb�em foi implementado o algoritmodetermin��stio de Dehne et al. que neessita de apenas O(log p) rodadas de omu-nia�~ao e O(n/p) omputa�~ao loal. Al�em disso, alteramos este �ultimo algoritmoe �zemos tamb�em sua implementa�~ao. Todos os algoritmos foram implementadosna linguagem C utilizando a bibliotea MPI e exeutados em um Beowulf om 16proessadores AMD. 32



CAP�ITULO 6. CONCLUS~AOOs dados experimentais obtidos mostram um desempenho satisfat�orio dosprogramas. Estes dados foram obtidos utilizando-se listas ligadas, geradas aleato-riamente, om tamanhos n = 1M, n = 8M, n = 16M e n = 32M e os programasparalelos exeutados em 2, 4 e 8 proessadores.Em todos os programas paralelos o tempo de exeu�~ao diminui om o aumentodo n�umero de proessadores, exeto para n = 1M, onde o tempo de omunia�~aon~ao �e ompensado pela quantidade de dados. Com o aumento do tamanho daentrada, os algoritmos paralelos se tornam mais e�ientes. Para, por exemplo, p= 8 e n = 16 ou n = 32 todos os programas paralelos s~ao mais r�apidos que oprograma seq�uenial.Para todos os valores de n e p, nossos experimentos mostram que, o pro-grama determin��stio modi�ado foi um pouo mais r�apido que o programa de-termin��stio, ou seja, om uma pequena altera�~ao no algoritmo determin��stioonseguimos alguma melhora nos tempos de exeu�~ao.O algoritmo probabil��stio, embora tenha, na teoria, um maior n�umero derodadas de omunia�~ao, sua implementa�~ao obteve melhor desempenho que oalgoritmo determin��stio para todas as entradas testadas.
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