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Resumo

Apesar da popularidade das câmeras onidirecionais

aplicadas na robótica móvel e da importância do reconhec-

imento de objetos no universo mais amplo da robótica e da

visão computacional, é difícil encontrar trabalhos que rela-

cionem ambos na literatura especializada. Este trabalho

visa desenvolver um sistema eficaz e eficiente de clas-

sificação de objetos em imagens onidirecionais. Para

isso, propõe o uso conjugado de um processo de retifi-

cação da imagem onidirecional e de múltiplos núcleos em

um classificador baseado em máquinas de vetor de su-

porte. Resultados experimentais atestam a viabilidade da

proposta.

Abstract

Despite the popularity of omnidirectional cameras used

in mobile robotics and the importance of object recogni-

tion in the broader universe of robotics and computer vi-

sion, it is difficult to find works that relate both in the lit-

erature. This work aims at developing an effective and ef-

ficient classifier of objects in omnidirectional images to be

applied to tasks of self-localization and environment map-

ping made by mobile robots. For this we propose the com-

bined use of a process for unwrapping omnidirectional im-

ages and a classifier based on a multiple kernels support

vector machines. Experimental results show the advantage

of such proposal.

1. Introdução

O reconhecimento de objetos por sistemas computa-
cionais autônomos pode tornar possível um número muito
grande de tarefas, além de contribuir para o aprimoramento

de várias outras já desenvolvidas. Tarefas mais complexas
que exijam interação com o ambiente ou com seres hu-
manos dependem, em sua grande maioria, de tal habilidade
que, por sua vez, depende de informações obtidas previa-
mente ou mesmo observadas em tempo real, sobre o am-
biente em questão. Neste panorama, a visão computacional
pode oferecer um bom conjunto de informações do ambi-
ente, uma vez que busca a construção de descrições ex-
plícitas e significantes de objetos físicos a partir de ima-
gens [2], ou seja, almeja transformar a informação visual,
obtida através de sensores visuais (câmeras digitais), em in-
formação útil para tais sistemas autônomos.

Na literatura relacionada ao reconhecimento de objetos,
há dois tipos distintos de tarefas: a classificação e a de-
tecção. Na classificação, o objetivo é avaliar na imagem
de teste se a mesma contém alguma instância do objeto
de interesse, sem a necessidade de indicar sua localização.
A tarefa de detecção, por sua vez, tem o objetivo de ver-
ificar a existência do objeto de interesse, bem como in-
dicar sua localização na imagem. A classificação dos obje-
tos é frequentemente realizada através de técnicas de apren-
dizagem de máquinas, onde padrões são aprendidos a partir
de imagens de treinamento rotuladas e então reconhecidos
em imagens de teste. Uma técnica amplamente adotada é a
Máquina de Vetor de Suporte (MSV). Esta técnica foi ini-
cialmente proposta por Vapnik [17] e atualmente tem sido
aplicada com sucesso em diversos problemas de classifi-
cação e regressão.

Basicamente, uma MSV é uma máquina linear cuja idéia
principal consiste em construir um hiperplano como super-
fície de decisão, de tal forma que seja máxima a margem
de separação entre os exemplos rotulados como positivos e
negativos. As MSVs podem ser aplicadas na classificação
de padrões tanto linearmente separáveis quanto linearmente
não separáveis, sendo que, para o segundo caso, uma etapa
inicial é realizada, para mapear os vetores de entrada não
linearmente separáveis, para um espaço de características
de alta dimensionalidade, onde os padrões passam a ser lin-
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earmente separáveis com alta probabilidade. A construção
do hiperplano de decisão é então realizada neste novo es-
paço de características e não mais no espaço de entrada
original [8].

Outro ponto de discussão na construção de sistemas de
visão computacional é a escolha do modelo de câmera, que
depende da aplicação e do tipo de informação que se de-
seja obter dela. Aplicações que demandam a informação de
profundidade, por exemplo, normalmente fazem uso de sis-
temas de visão estereoscópica, compostos por duas câmeras
alinhadas de maneira que a diferença entre as imagens per-
mita a inferência da topografia da cena e, por consequên-
cia, a representação tridimensional dos objetos. Na robótica
móvel, a possibilidade da visão do ambiente todo ao re-
dor do robô tem enorme valor. Tal visualização do ambi-
ente é alcançada com as câmeras onidirecionais. A tarefa de
SLAM, do inglês Simultaneous Localization And Mapping,
é beneficiada com o uso deste sistema de visão, pois mar-
cos visuais de todo o ambiente podem ser obtidos na cena
ao longo do percurso do robô, alimentando a construção de
um mapa mais detalhado do ambiente. Novas abordagens
para o SLAM como em [14] exploram não mais os marcos
visuais genéricos do ambiente para a construção do mapa,
mas sim objetos identificados no ambiente. Nesta linha, o
presente trabalho endereça a tarefa de classificação de tais
objetos na cena.

Apesar da popularidade das câmeras onidirecionais apli-
cadas à robótica móvel e da importância do reconhecimento
de objetos no universo mais amplo da robótica e da visão
computacional, é difícil encontrar trabalhos que relacionem
ambos na literatura especializada. Este trabalho visa propor
e avaliar um método para classificação de objetos em im-
agens onidirecionais, analisando sua eficácia e eficiência,
quando uma etapa de retificação da imagem onidirecional
é previamente aplicada ao processo de detecção de carac-
terísticas. Estas são então submetidas a um classificador de
objetos baseado em MSVs estendidas para a utilização de
múltiplos núcleos. A etapa de retificação é aplicada às ima-
gens onidirecionais com o objetivo de aproximá-las das im-
agens convencionais, com as quais o classificador utilizado
já demonstrou bons resultados [19]. A abordagem de múlti-
plos núcleos se faz necessária para possibilitar a utilização
de três tipos distintos de detectores de características em im-
agens, ponderando, para cada classe, a importância de cada
uma das características em sua descrição. Resultados exper-
imentais atestam a viabilidade de tal proposta.

O texto está organizado da seguinte forma. Inicialmente,
o método proposto é detalhado, sendo descritos na Seção 2
os processos de retificação de imagens e de detecção de car-
acterísticas, e o classificador na Seção 3. Na Seção 4 são ap-
resentados os experimentos conduzidos e seus resultados e,
finalmente, as conclusões e trabalhos futuros são descritos
na Seção 5.

2. Retificação e Detecção de Características

Três tarefas comuns à maioria dos classificadores po-
dem ser definidas como a detecção das características da im-
agem, a aprendizagem e a classificação propriamente dita.

Uma visão geral da arquitetura do sistema proposto é
mostrada na Figura 1. Nesta proposta, recomenda-se uma
etapa prévia que realiza a retificação da imagem onidire-
cional, com o objetivo de aproximá-la a uma imagem em
perspectiva. A seguir, efetua-se a detecção de características
na imagem retificada, constituindo os dados de entrada para
o classificador. Inicialmente, há uma fase de treinamento
do classificador, onde um processo de aprendizado supervi-
sionado é conduzido em um conjunto amostrado de dados
de entrada com seus respectivos rótulos das classes corretas
atribuídas por um supervisor, para que o mesmo aprenda a
classificar corretamente os dados de entrada do treinamento,
os quais correspondem às características extraídas nas im-
agens retificadas. Na fase de execução, que ocorre após o
aprendizado do classificador, as imagens de teste são retifi-
cadas, suas características são extraídas e o classificador as
rotula, de acordo com o aprendido na fase de treinamento.
Os processos de retificação da imagem onidirecional e de
detecção de características são descritos a seguir.

Figura 1. Arquitetura do sistema proposto.

2.1. Retificação da Imagem Onidirecional

A retificação da imagem onidirecional segue o método
proposto em [12], mostrado na Figura 2. A partir da imagem
original (quadro superior esquerdo), inicialmente detecta-
se bordas que delimitam variações bruscas na intensidade
da imagem (quadro central superior). As bordas são proces-
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sadas de forma a indicarem o ponto central da imagem oni-
direcional (quadro superior direito), permitindo a conversão
do sistema polar para o sistema cartesiano, no qual é repre-
sentada a imagem convertida, que corresponde à imagem
retificada (quadro inferior). Neste processo, de modo a mel-
horar a qualidade da imagem retificada, efetua-se um pro-
cesso de interpolação, onde regiões previamente não exis-
tentes na imagem onidirecional são preenchidas de forma
adequada.

Figura 2. Processo de retificação da imagem
onidirecional. Extraída de [12].

2.2. Detecção das Características na Imagem

Após a retificação, as imagens são submetidas a três pro-
cessos diferentes que detectam tipos distintos de caracterís-
ticas utilizadas no processo de classificação. Estas carac-
terísticas são Geometric Blur (GB), Self-Similarity (SSIM)
e PHOWGray / PHOWColor, descritas a seguir.

2.2.1. Geometric Blur Este detector de características foi
originalmente proposto em [4], com o objetivo de criar um
descritor invariável a distorções geométricas para pontos de
interesse na imagem, ou seja, invariável a transformações
afim dos objetos na cena. O processo consiste em "bor-
rar"(to blur, em inglês) a imagem padrão e então efetuar
a correspondência entre pontos de interesse do padrão e
pontos encontrados em partes da imagem teste, em difer-
entes resoluções. A idéia explorada pelos autores [4, 3] é
que o borramento para estabelecer a correspondência deve
ser pequeno perto dos pontos em correspondência e grande
quando longe deles. Assim, para cada ponto de interesse
encontrado, constrói-se o descritor GB, como ilustrado na
Figura 3, onde o ponto extremo superior esquerdo do "T"é
o ponto de interesse a ser descrito; a imagem é borrada
com um operador gaussiano com borramento aplicado em
função da distância do ponto de interesse e os demais pon-
tos vizinhos mostrados na figura também terão seus val-

ores amostrados para a formação do descritor do ponto em
questão. Este processo é repetido para a descrição de to-
dos os pontos de interesse da imagem padrão, sempre a par-
tir da imagem original, ou seja, o borramento realizado para
descrição de um ponto não se acumula para os demais. Na
fase de correspondência, estes descritores armazenados são
comparados com os calculados nas partes consideradas da
imagem teste, buscando aqueles com melhor correspondên-
cia.

Figura 3. Exemplo de construção do de-
scritor por Geometric Blur. Extraída de [3].

2.2.2. Self-Similarity O detector de características de
auto-similaridade (SSIM, do inglês Self-Similarity) pro-
posto em [15], visa definir um modelo para encon-
trar similaridade geométrica entre as regiões, indepen-
dente de outras características como textura, luminosi-
dade ou cor, e está intimamente relacionado com a noção
de co-ocorrência estatística de intensidades de pixels en-
tre regiões de uma imagem. A idéia consiste em associar
um descritor SSIM dq a cada pixel de interesse q da im-
agem de entrada. Isso é feito correlacionando (por ex-
emplo, usando a medida SSD de Sum of Square Dif-

ferences) uma pequena região centrada em q (no caso,
uma janela 5 × 5) com uma região maior também cen-
trada em q (no caso, uma janela 40 × 40), resultando
em uma superfície local de correlação, conforme ilus-
tra a Figura 4. A superfície de correlação é então trans-
formada em uma representação de coordenadas log-polar
centradas em q e dividida em partes com valores normal-
izados (no caso, 80 partes, resultantes de 20 variações
angulares e 4 divisões em cada fatia), a qual constitui o de-
scritor dq de q, estirado em um vetor (extremo direito da
figura). Um conjunto de descritores consecutivos é ar-
mazenado como modelo, chamado de Palavra Visual, e
buscado em imagens teste, que também extraem tais de-
scritores e os correspondem aos do modelo.

2.2.3. PHOWGray / PHOWColor O detector de carac-
terísticas Pyramid Histogram Of visual Words (PHOW) teve
seu conceito inicialmente proposto em [10] porém foi efe-
tivamente definido em [5]. Ele faz uso de descritores SIFT
extraídos densamente, ou seja, em uma grade regular a cada
N pixels (para este caso N é 5). Após esta etapa, os de-
scritores SIFT obtidos são agrupados em grupos (no caso,
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Figura 4. Criação do descritor de auto-
similaridade [15].

300) através do processo K-means [11]. Após o agrupa-
mento, cada descritor passa a ter o valor médio de seu
grupo, formando as Palavras Visuais. Com o processo de
quantização completo, é iniciada a construção do descritor
PHOW. A idéia é dividir a imagem em partes iguais e, para
cada parte, somar as ocorrências de cada Palavra Visual.
Neste caso, a imagem é dividida duas vezes, em uma ma-
triz 2×2 e em outra, com 4×4 regiões. O descritor PHOW
é construído concatenando os valores acumulados para cada
Palavra Visual em cada divisão da imagem, conforme está
ilustrado na Figura 5. Nela, as Palavras Visuais são repre-
sentadas pelas figuras bolas pretas, cruzes e losangos. Como
as imagens usadas são coloridas, dois descritores PHOW
são obtidos, um apenas para as intensidades, ou níveis de
cinzas, PHOWGray, e o outro para os canais de cores HSV,
PHOWColor.

Figura 5. Construção do descritor PHOW
[10].

3. Máquinas de Vetor de Suporte de Múltip-

los Núcleos

Abordagens utilizando Aprendizagem de Múltiplos Nú-
cleos (do inglês Multiple Kernel Learning (MKL)) são rel-
ativamente recentes [1, 9, 16], no entanto têm despertado
grande interesse na sua utilização devido aos bons resul-

tados divulgados [19] mas principalmente pela sua pro-
posta, que pode ser aplicada em inúmeras áreas de pesquisa
e desenvolvimento, para tarefas de classificação de dados.
O conceito de Múltiplos Núcleos pode ser aplicado não
só para as MSVs, mas também para outros algoritmos
de aprendizagem de máquinas, como Análise dos Com-
ponentes Principais (PCA), agrupamento de dados, Redes
Neurais, etc.

Pode-se extrair de imagens uma grande quantidade de
características como bordas, cantos, cores, intensidades, en-
tre muitas outras. Cada característica possui um grau de im-
portância para ajudar na representação de um dado objeto
de interesse, a ser pesquisado nas imagens. A utilização do
MKL permite combinar tais características de maneira pon-
derada para representar as classes de objetos a serem de-
tectados. A ponderação aplicada a esta combinação pode
ser interpretada como o equilíbrio entre as características
necessárias para a melhor representação de uma categoria
de objetos.

As MSVs, quando aplicadas a dados linearmente não-
separáveis, são formuladas apenas através da função Nú-
cleo K, deixando implícito o mapeamento dos dados de en-
trada, do espaço linearmente não separável para o espaço
linearmente separável de alta dimensionalidade. A abor-
dagem MKL realiza a combinação linear de um Núcleo
para cada tipo de característica extraída da imagem. O prob-
lema MKL pode ser formulado como proposto em [18].
Considerando um conjunto de M tipos de características
para serem combinadas, cada uma contendo N amostra ro-
tuladas de treinamento {(xi, di)}

N
i=1

, onde xi representa
a amostra e di o rótulo associado, teremos para cada car-
acterística, um Núcleo Km. O objetivo é realizar a com-
binação linear destes Núcleos em uma matriz de Núcleos
ótima Ko =

∑M

m=1
ηmKm, onde ηm é o peso atribuído ao

Núcleo Km. Adaptando o funcional de custo da MSV, a ser
minimizado, tem-se:

T (η) = min
w,ξ

1

2
w

T
w + C

N∑

i=1

ξi + γT η (1)

sujeito às restrições

di(w
Tϕ(xi) + b) ≥ 1− ξi para i = 1, 2, ..., N

ξi ≥ 0 para todo i

onde C é um parâmetro positivo, ξi é uma variável solta
que permite a suavização da margem da MSV, w é o ve-
tor de pesos, e γ é o vetor de inicialização para o vetor de
pesos η que pondera os núcleos K. Na restrição, b repre-
senta o viés do hiperplano de decisão da MSV e o termo ϕ

representa o conjunto de transformações não lineares do es-
paço de entrada para o espaço de características aplicado às
amostras xi.
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Usando os multiplicadores de Lagrange, o problema dual
pode ser formulado:

W (η) = max
α

N∑

i=1

αi + γT η

−
1

2

N∑

i=1

N∑

j=1

αiαjdidj

M∑

m=1

ηmKm(xi,xj) (2)

sujeita às restrições

•
∑N

i=1
αidi = 0

• 0 ≤ αi ≤ C para i = 1, 2, ..., N

onde αi são os multiplicadores de Lagrange e γ é o vetor de
inicialização para os pesos η.

Pelo princípio da dualidade T (η) = W (η). Além disso,
sendo α a solução única que maximiza a função objetivo
W (η), esta pode ser diferenciada em função de η como
segue:

∂T

∂ηm
=

∂W

∂ηm
= γm −

1

2

N∑

i=1

N∑

j=1

αiαjdidjKm(xi,xj)

(3)
Em uma MSV de núcleo único, o objetivo da etapa de

aprendizagem é determinar o valor do vetor de pesos ótimo
wo, que definem o hiperplano ótimo de separação. Para o
caso da MSV de Múltiplos Núcleos, além do valor do vetor
de pesos wo, deve-se determinar o valor do vetor de pesos
η, que pondera a combinação linear dos núcleos K(xi,xj)

em uma matriz de núcleos ótima Ko =
∑M

m=1
ηmKm.

A aprendizagem é realizada em duas etapas. Na primeira
etapa os valores de η e Km são fixados. A função obje-
tivo W pode ser maximizada (Equação 2)como numa MSV
de Núcleo único Km. Para este problema de otimização,
algoritmos como [1] podem ser usados, contudo, outras
propostas podem ser adotadas. Na segunda etapa T (η) é
minimizado usando o método do gradiente descendente na
Equação3. As duas etapas se repetem até a convergência ou
até o número de repetições máximo ser atingido.

Como a estratégia aqui utilizada faz uso da abordagem
Um-Contra-Todos para operar com múltiplas classes, deve-
se treinar uma MSV para cada uma das classes. O dado de
entrada é testado em todas as MSVs e a classe com maior
número de votos é dada como a classe do objeto testado.
Observando individualmente, em uma MSV treinada para
diferenciar entre sua classe e as demais, o processo de clas-
sificação é baseado em

sgn(wT
x+ b),

onde o sinal sgn retornado representa o lado do hiperplano
de separação em que o vetor de entrada x se enquadra. De

acordo com este valor, a classe é atribuída ou não ao dado
testado.

4. Resultados

As imagens para a realização dos experimentos foram
obtidas de quatro conjuntos de dados diferentes. Para as im-
agens em perspectiva, os conjuntos de dados Caltech [7] e
Pascal VOC 2008 [6] foram utilizados. Param as imagens
onidirecionais, fora utilizados os conjuntos COLD [13] e
Cogniron [20]. A partir deste conjunto de imagens onidire-
cionais, um conjunto de imagens onidirecionais retificadas
foi produzido através do processo descrito na Seção 2.2.
Com isso, os objetos observados nos testes serão os mes-
mos, apenas diferenciados pela imagem de onde foram obti-
dos.

Todos os experimentos foram realizados no ambiente
computacional Matlab 2009. Em todos os conjuntos de da-
dos, imagens representando quatro objetos distintos foram
selecionadas: monitor, sofá, máquina copiadora e extintor
de incêndio. Estes objetos foram escolhidos por serem en-
contrados tanto nas imagens convencionais quanto nas oni-
direcionais das bases de dados, além de serem encontrados
em ambientes internos nos quais robôs móveis se deparam,
facilitando estudos posteriores.

O treinamento do modelo foi realizado com as imagens
convencionais dos objetos avaliados, utilizando 15 amostras
para cada tipo de objeto. Os testes foram realizados com
este modelo treinado aplicado sobre as imagens onidire-
cionais e retificadas, de modo a avaliar possíveis benefícios
inerentes da etapa de retificação proposta neste trabalho. Os
resultados dos testes são mostrados na Tabela 1.

Objeto onidirecional retificada

Extintor 33,3% 46,7%
Copiadora 63,3% 90,0%
Sofá 94,4% 77,8%
Monitor 0 33,3%

Tabela 1. Comparação dos valores de re-
vocação de objetos para imagens onidire-
cionais e retificadas

A exatidão média do classificador aplicado diretamente
às imagens onidirecionais é de 42,0%. Quando aplicada a
etapa prévia de retificação das imagens onidirecionais a ex-
atidão média do classificador sobe para 49,33%. É possível
observar uma melhora considerável nos resultados obtidos
sobre as imagens retificadas. Individualmente, apenas para a
categoria sofá não houve melhora no resultado, podendo ser
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atribuído este fato à pequena quantidade de imagens desta
categoria obtidas para a realização dos testes.

5. Conclusões e Trabalhos Futuros

Neste trabalho foi proposto um sistema para a integração
de duas importantes tecnologias da robótica e da visão com-
putacional, o reconhecimento de objetos e as imagens onidi-
recionais. Um método baseado em MSVs utilizando múltip-
los núcleos, já aplicado com sucesso no reconhecimento de
objetos em imagens convencionais, foi aqui utilizado como
base para o desenvolvimento do sistema proposto. A intro-
dução de uma etapa, computacionalmente simples, para a
retificação da imagem onidirecional foi aplicada de maneira
a aproximar a imagem onidirecional das imagens conven-
cionais, visando também reduzir as distorções causadas pe-
los espelhos utilizados na construção das câmeras onidire-
cionais. É sabido que descritores de características obser-
vadas nas imagens, como o SIFT e outros baseados neste
modelo, não são invariantes ao modelo de câmera adotado;
por este motivo a etapa de retificação permitiu uma mel-
hora considerável nos resultados de classificação dos obje-
tos aqui adotados para avaliação do modelo.

Para a evolução deste trabalho, a utilização de uma ma-
triz híbrida para um melhor mapeamento entre as imagens
onidirecionais e em perspectiva, complementando a etapa
de retificação, deve ser avaliada. Além disso, novos tipos
de características ou descritores, com melhor invariância às
distorções causadas pelos espelhos utilizados na construção
das câmeras onidirecionais, devem ser buscados. Com o ob-
jetivo de garantir a aplicabilidade deste modelo em tarefas
da robótica móvel, avaliações de desempenho em sistemas
SLAM para navegação robótica também precisam ser real-
izadas.
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